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ΠΕΡΙΛΗΨΗ 

 

Η πρόβλεψη της χρεοκοπίας επιχειρήσεων θεωρείται ένα από τα σηµαντικότερα οικονοµικά 

προβλήµατα και έχει αναλυθεί εκτενώς στη σχετική οικονοµική βιβλιογραφία. Πληθώρα 

µεθόδων και αλγορίθµων επιβλεπόµενης µηχανικής µάθησης έχουν εφαρµοστεί τα τελευταία 

χρόνια στο πεδίο της οικονοµίας στοχεύοντας στη δηµιουργία προγνωστικών µοντέλων για 

την ανίχνευση της επιχειρηµατικής αποτυχίας µε αξιοσηµείωτα αποτελέσµατα όπως, για 

παράδειγµα, τα νευρωνικά δίκτυα και οι σύνθετες µέθοδοι. Η παρούσα εργασία διερευνά την 

αποτελεσµατικότητα γνωστών µεθόδων ηµι-επιβλεπόµενης και ενεργής µηχανικής µάθησης 

για την πρόβλεψη της χρεοκοπίας επιχειρήσεων χρησιµοποιώντας οικονοµικά στοιχεία 

παρελθόντων ετών που αφορούν ένα δείγµα ελληνικών επιχειρήσεων. Η ηµι-επιβλεπόµενη 

και η ενεργή µηχανική µάθηση αποτελούν σύγχρονους κλάδους της µηχανικής µάθησης, οι 

οποίες εκµεταλλεύονται ένα µικρό αριθµό ετικετοποιηµένων δεδοµένων µαζί µε ένα µεγάλο 

σύνολο µη ετικετοποιηµένων δεδοµένων για τη βελτίωση της ακρίβειας των µοντέλων. 

Μεγάλο πλήθος πειραµάτων πραγµατοποιούνται στην έρευνά µας διερευνώντας την ακρίβεια 

γνωστών µεθόδων ηµι-επιβλεπόµενης και ενεργής µηχανικής µάθησης και αποδεικνύοντας 

την αποτελεσµατικότητά τους σε σχέση µε αντιπροσωπευτικές µεθόδους επιβλεπόµενης 

µάθησης. 

 

Λέξεις κλειδιά: Εξόρυξη γνώσης, Μηχανική µάθηση, Επιβλεπόµενη µάθηση, Ηµι- 

επιβλεπόµενη µάθηση, Ενεργή µηχανική µάθηση, Χρεοκοπία επιχειρήσεων, Πρόβλεψη. 
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ABSTRACT 

 

The prediction of corporate bankruptcy has been addressed as an increasingly important 

financial problem and has been extensively analyzed in the accounting literature. Over recent 

years, several machine learning methods have been effectively applied to build accurate 

predictive models for detecting business failure with remarkable results, such as neural 

networks and ensemble methods. The present study investigates the effectiveness of semi- 

supervised and active learning methods for predicting bankruptcy using financial data from a 

set of Greek firms. Semi-supervised learning and active learning constitute emerging 

subfields of machine learning exploiting a small amount of labeled data together with a large 

pool of unlabeled ones to improve learning accuracy. Several experiments take place in our 

study comparing the accuracy measures of familiar semi-supervised and active learning 

methods and demonstrating their efficiency in contrast to representative supervised methods. 

 

Keywords: Data mining, Machine learning, Supervised learning, Semi-supervised learning, 

Active learning, Bankruptcy, Prediction. 
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Εισαγωγή 

 

Εξόρυξη Γνώσης: Μια Τεχνολογία Αιχµής 

 
Μεγάλο πλήθος δεδοµένων αποθηκεύονται καθηµερινά σε βάσεις δεδοµένων (databases) και 

αποθήκες δεδοµένων (data warehouses). Μέσα σε αυτές τις τεράστιες ποσότητες δεδοµένων 

κρύβονται χρήσιµες πληροφορίες για ανθρώπους και οργανισµούς. Το ζητούµενο είναι η 

εξαγωγή ουσιαστικών πληροφοριών και συµπερασµάτων τα οποία να είναι χρήσιµα και 

άµεσα αξιοποιήσιµα (Zaki, Meira, & Meira, 2014). Η ανάλυση αυτών των δεδοµένων και η 

άντληση χρήσιµων πληροφοριών από αυτά καθίσταται πρακτικά αδύνατη χωρίς τη χρήση 

εξειδικευµένης τεχνολογίας και µεθόδων. Η Εξόρυξη Γνώσης αποτελεί το κατάλληλο 

εργαλείο για την ανακάλυψη γνώσης µέσα από µεγάλες ποσότητες δεδοµένων µε χρήση 

µεθοδολογιών κυρίως της Στατιστικής, της Πληροφορικής, της Μηχανικής Μάθησης και της 

τεχνολογίας των Βάσεων ∆εδοµένων (Β∆). 

 

Η Εξόρυξη Γνώσης αποτελεί µια νέα δυναµική τεχνολογία αιχµής για την 

αποτελεσµατικότερη ανάλυση των δεδοµένων µε µεγάλες δυνατότητες για πολύτιµες 

εµπορικές και επιστηµονικές ανακαλύψεις και πληθώρα εφαρµογών σε πολλά σύγχρονα 

πεδία της καθηµερινής ζωής αλλά και της επιστήµης και των επιχειρήσεων. 

• Ιατρική 
 

Ιδιαίτερα τα τελευταία χρόνια η Εξόρυξη Γνώσης έχει σηµαντικές εφαρµογές στον 

τοµέα της ιατρικής επιστήµης, και ιδιαίτερα στη βιοϊατρική, τη γενετική και τη 

φαρµακευτική. Η Εξόρυξη Γνώσης χρησιµοποιείται στη γενετική και τη βιοϊατρική 

για τη χαρτογράφηση της σχέσης των µεταβολών του ανθρώπινου DNA και της 

προδιάθεσης σε διάφορες ασθένειες. Επιπρόσθετα χρησιµοποιείται στην ανάλυση των 

δεδοµένων του DNA και στην αναζήτηση οµοιοτήτων και διαφορών της γονιδιακής 

ακολουθίας υγειών και βλαβερών ιστών, προκειµένου να βρεθούν οι διαφορές µεταξύ 

των δύο αυτών τύπων. Τέλος, χρησιµοποιείται στην αναπαράσταση πολύπλοκων 

δοµών γονιδίων αλλά και συνδυασµούς αυτών και τη συσχέτισή τους µε ασθένειες 

(Zhu, 2007). 
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• Ανεπιθύµητη Ηλεκτρονική Αλληλογραφία (spam mails) 
 

Μια σηµαντική εφαρµογή των µεθόδων Μηχανικής Μάθησης είναι το αυτόµατο 

φιλτράρισµα της ανεπιθύµητης αλληλογραφίας, δηλαδή ο χαρακτηρισµός ενός 

µηνύµατος του ηλεκτρονικού ταχυδροµείου ως ανεπιθύµητου ή όχι (Han, Pei, & 

Kamber, 2011). Τα ανεπιθύµητα µηνύµατα του ηλεκτρονικού ταχυδροµείου είναι 

µηνύµατα συνήθως εµπορικού ή διαφηµιστικού περιεχοµένου τα οποία στέλνονται 

µαζικά στους παραλήπτες. Τα µηνύµατα αυτά δεν έχουν ζητηθεί από τους 

παραλήπτες και δηµιουργούν πολλά «σκουπίδια» στην ηλεκτρονική λίστα µε τα 

µηνύµατα του κάθε χρήστη. Οι αλγόριθµοι κατηγοριοποίησης χρησιµοποιούνται για 

τον χαρακτηρισµό ενός µηνύµατος ως ανεπιθύµητου µε άµεσο επακόλουθο τη 

διαγραφή του ή την τοποθέτησή του σε ειδικό φάκελο. 

• Μάρκετινγκ 

Οι εφαρµογές εξόρυξης γνώσης βρίσκουν µεγάλη απήχηση στον τοµέα του 

µάρκετινγκ. Αυτό συµβαίνει διότι µεγάλες εταιρίες χρησιµοποιούν συστήµατα 

διαχείρισης δεδοµένων έτσι ώστε να διαχειρίζονται τον µεγάλο αριθµό πελατών και 

οικονοµικών στοιχείων. Η τεχνολογία της Εξόρυξης Γνώσης συνεισφέρει σηµαντικά 

στον τοµέα του µάρκετινγκ µε την ανάλυση δεδοµένων µιας επιχείρησης και την 

εξαγωγή χρήσιµων πληροφοριών για τη συµπεριφορά του πελάτη (Linoff & Berry, 

2011). 

• Tηλεπικοινωνίες 

Το διαρκώς µεταβαλλόµενο επιχειρηµατικό περιβάλλον σε συνδυασµό µε τον 

τεράστιο ανταγωνισµό της εποχής αναγκάζουν τις εταιρίες να αναζητούν νέους 

τρόπους ενίσχυσης της θέσης τους έναντι άλλων. Εφαρµόζουν τεχνικές έγκαιρης 

πρόβλεψης διακοπής υπηρεσιών από πελάτες, κατηγοριοποιούν τις απαιτήσεις τους 

και οµαδοποιούν τις συνήθειες τους έτσι ώστε να διατηρούν τους ήδη υπάρχοντες 

πελάτες αλλά και για να προσελκύσουν νέους. Αρκετές εταιρίες τηλεπικοινωνιών 

χρησιµοποιούν εξόρυξη πληροφορίας για να καθορίζουν τις τάσεις και τις ανάγκες 

των πελατών µε βάση χαρακτηριστικά όπως το µέγεθος της οικογένειας, το µέσο όρο 

ηλικίας των µελών της οικογένειας και την τοποθεσία (McCarthy, 1997). 
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• Εκπαίδευση 
 

Τα τελευταία χρόνια έχουν πραγµατοποιηθεί πολλές έρευνες σχετικά µε τη χρήση 

τεχνικών Εξόρυξης Γνώσης και Μηχανικής Μάθησης στον τοµέα της εκπαίδευσης µε 

σκοπό την βελτίωση της ποιότητας της εκπαίδευσης και την ενίσχυση της διαδικασίας 

της µάθησης. Αυτό οδήγησε στη δηµιουργία ενός επιστηµονικού τοµέα ο οποίος 

ονοµάζεται Εξόρυξη Γνώσης από Εκπαιδευτικά ∆εδοµένα (Educational Data 

Mining). Ο τοµέας αυτός ασχολείται µε την εφαρµογή των τεχνικών της Εξόρυξης 

Γνώσης στο πεδίο της εκπαίδευσης µε στόχο την ενίσχυση της εκπαιδευτικής 

διαδικασίας και της βελτίωσης της ποιότητας αυτής (Romero & Ventura, 2007). 

• Χρηµατοοικονοµικός Τοµέας 

Τα τελευταία χρόνια, ο ανταγωνισµός µεταξύ των επιχειρήσεων στον 

χρηµατοοικονοµικό τοµέα έχει αυξηθεί σε µεγάλο βαθµό εξαιτίας της παρουσίας 

αρκετών τραπεζικών και ασφαλιστικών ιδρυµάτων. Η Εξόρυξη Γνώσης παρέχει τα 

κατάλληλα εργαλεία ώστε να αντιµετωπίσει πολλά επιχειρηµατικά ζητήµατα όπως 

την προώθηση και την πώληση προϊόντων ή παροχή υπηρεσιών, την προσέλκυση 

νέων πελατών καθώς και τη διατήρηση των υπαρχόντων, τον εντοπισµό οικονοµικής 

απάτης και την ανάλυση πιστωτικού κινδύνου (McCarthy, 1997). 

• Επιχειρήσεις 

Οι εφαρµογές της Εξόρυξης Γνώσης έχουν µεγάλη εφαρµογή στον τοµέα των 

επιχειρήσεων. Με την ανάλυση των δεδοµένων των αγορών των πελατών, µια 

επιχείρηση µπορεί να πάρει όλα εκείνα τα στοιχεία τα οποία µπορεί να οδηγήσουν 

στην ανάπτυξή της ή και να εµποδίσουν την καταστροφή της. Στοιχεία όπως η 

σωστότερη τοποθέτηση των προϊόντων προς πώληση, οι καµπάνιες προώθησης 

συγκεκριµένων προϊόντων, ο συσχετισµός των προϊόντων αγοράς των πελατών 

(καλάθι αγορών) αποτελούν βασικά στοιχεία για µια εταιρία στην προσπάθεια 

βελτιστοποίησης του κέρδους της (Liao, Chu, & Hsiao, 2012). 
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Σκοπός Εργασίας 

 
Η πρόβλεψη της χρεοκοπίας επιχειρήσεων (corporate bankruptcy) αποτέλεσε και συνεχίζει 

να αποτελεί ένα από τα σηµαντικότερα θέµατα της οικονοµικής επιστήµης και έχει 

απασχολήσει πολλούς επιστήµονες και ερευνητές. Ιδιαίτερα στη σηµερινή εποχή κατά την 

οποία επικρατεί παγκόσµια οικονοµική και χρηµατοπιστωτική κρίση, η χρήση µεθοδολογιών 

και µοντέλων πρόβλεψης της εξέλιξης µιας επιχείρησης είναι περισσότερο απαραίτητες από 

ποτέ. ∆εν είναι άλλωστε λίγες οι περιπτώσεις χρεοκοπίας και πτώχευσης άλλοτε οικονοµικά 

εύρωστων και ανταγωνιστικών επιχειρήσεων. 

 

Η δυνατότητα πρόβλεψης της οικονοµικής δυσχέρειας µιας επιχείρησης ενδιαφέρει όλα τα 

εµπλεκόµενα µέρη: τους υπαλλήλους, τις τράπεζες και τα διάφορα χρηµατοπιστωτικά 

ιδρύµατα δανεισµού και επενδύσεων, τα ασφαλιστικά ταµεία, το κράτος, το κοινωνικό 

σύνολο, αλλά την ίδια την επιχείρηση. Οι συνέπειες µιας χρεοκοπίας είναι επαχθείς για  

όλους τους πιθανούς αποδέκτες, οι οποίοι και θα κληθούν τελικά να τις αντιµετωπίσουν και 

να σηκώσουν το βάρος των δυσβάστακτων αποτελεσµάτων της. 

 

Η έγκαιρη πρόβλεψη της πιθανής µιας χρεοκοπίας µιας επιχείρησης σε συνδυασµό µε τη 

λήψη κατάλληλων µέτρων για την αντιµετώπισή της έχει αποτελέσει αντικείµενο έρευνας 

από πολλούς επιστήµονες, µε πρωτεργάτες τους Beaver (1966) και Altman (1968). 

Βασιζόµενοι σε πληθώρα χρηµατοοικονοµικών δεικτών, ασχολήθηκαν εκτεταµένα µε το 

πρόβληµα της έγκαιρης πρόβλεψης της χρεοκοπίας επιχειρήσεων προτείνοντας 

συγκεκριµένα προγνωστικά µοντέλα. Μονοµεταβλητές και πολυµεταβλητές αναλύσεις όπως 

η ανάλυση διαφοροποίησης και τα πιθανοτικά υποδείγµατα, αλλά και µη πολλές 

παραµετρικές µέθοδοι έχουν χρησιµοποιηθεί ευρύτατα στο παρελθόν για την πρόβλεψη της 

χρεοκοπίας επιχειρήσεων µε αξιοσηµείωτα αποτελέσµατα. 

Μέσα σε αυτό το πλαίσιο, η παρούσα εργασία διερευνά την αποτελεσµατικότητα γνωστών 

µεθόδων µηχανικής µάθησης για την πρόβλεψη της χρεοκοπίας επιχειρήσεων 

χρησιµοποιώντας οικονοµικά στοιχεία παρελθόντων ετών που αφορούν ένα δείγµα 145 

ελληνικών επιχειρήσεων. Πιο συγκεκριµένα, εξετάζουµε τη χρήση µεθόδων ηµι- 

επιβλεπόµενης και ενεργής µηχανικής µάθησης για αυτό τον σκοπό, ενώ παράλληλα 

συγκρίνουµε την αποτελεσµατικότητα αυτών των µεθόδων µε γνωστές µεθόδους 

επιβλεπόµενης µηχανικής µάθησης. Τα αποτελέσµατα πληθώρας πειραµάτων καταδεικνύουν 
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την υπεροχή των µεθόδων ηµι-επιβλεπόµενης και ενεργής µηχανικής µάθησης στην 

πρόβλεψη της χρεοκοπίας επιχειρήσεων. 

 
∆οµή Εργασίας 

 
Η παρούσα εργασία αποτελείται από τέσσερα κεφάλαια. 

 
Αρχικά, γίνεται µια πρώτη προσέγγιση της Εξόρυξης Γνώσης ως µια νέα δυναµική 

τεχνολογία αιχµής µε πλήθος εφαρµογών σε πολλούς επιστηµονικούς κλάδους, ένας εκ των 

οποίων είναι ο κλάδος της οικονοµίας. Στη συνέχεια, παρουσιάζεται ο σκοπός της εργασίας, 

ο οποίος αφορά στη διερεύνηση της αποτελεσµατικότητας γνωστών µεθόδων Ηµι- 

επιβλεπόµενης και Ενεργής Μηχανικής Μάθησης για την πρόβλεψη της χρεοκοπίας 

επιχειρήσεων χρησιµοποιώντας διάφορους χρηµατοοικονοµικούς δείκτες που αφορούν ένα 

δείγµα ελληνικών επιχειρήσεων. 

 

Στο 1ο κεφάλαιο παρουσιάζεται και αναλύεται ο όρος της χρεοκοπίας ή πτώχευσης 

επιχειρήσεων αναφέροντας χαρακτηριστικά σηµεία του Πτωχευτικό Κώδικα. Στη συνέχεια 

παρουσιάζονται παράγοντες που οδηγούν στην εταιρική χρεοκοπία και σηµειώνονται τα 

αποτελέσµατα της. Τέλος, γίνεται ιδιαίτερη αναφορά, τόσο στις βασικές µεθοδολογίες οι 

οποίες έχουν χρησιµοποιηθεί για τη δηµιουργία προγνωστικών µοντέλων της εταιρικής 

χρεοκοπίας, όσο και σε αξιοσηµείωτες έρευνες όπως είναι, για παράδειγµα, αυτές των 

Beaver, Altman και Ohlson, οι οποίες αποτελούν σηµείο αναφοράς για τις νεότερες εργασίες 

και έρευνες. 

 

Το 2ο κεφάλαιο αναφέρεται στην Εξόρυξη Γνώσης (Data Mining). Αρχικά αναφέρονται 

βασικές έννοιες και στη συνέχεια παρουσιάζονται ορισµοί οι οποίοι έχουν δοθεί κατά 

καιρούς για να προσδιορίσουν τον όρο «Εξόρυξη Γνώσης». Στην ουσία πρόκειται για µια 

διεπιστηµονική µεθοδολογία για την ανάλυση µεγάλων συνόλων δεδοµένων και την 

ανακάλυψη χρήσιµων προτύπων και κανόνων. Στη συνέχεια, επιχειρείται µια σύνδεση της 

Εξόρυξης Γνώσης µε άλλους επιστηµονικούς τοµείς και µεθοδολογίες όπως, για παράδειγµα, 

η Στατιστική, η Τεχνητή Νοηµοσύνη (Russell & Norvig, 2003) και η Πληροφορική. Τέλος, 

παρουσιάζονται οι κυριότερες τεχνικές της Εξόρυξης Γνώσης, όπως είναι η 

κατηγοριοποίηση, η ανάλυση συσχετίσεων και η παλινδρόµηση. Η κατηγοριοποίηση 
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αποτελεί την µέθοδο η οποία εφαρµόζεται στην παρούσα εργασία για την πρόβλεψη της 

χρεοκοπίας επιχειρήσεων. 

Το 3ο κεφάλαιο αναφέρεται στη Μηχανική Μάθηση (Machine Learning). Αρχικά 

αναφέρονται ορισµοί οι οποίοι έχουν δοθεί κατά καιρούς για να προσδιορίσουν τον όρο 

«Μηχανική Μάθηση». Στη συνέχεια παρουσιάζονται οι τέσσερις βασικές κατηγορίες της 

Μηχανικής Μάθησης: Επιβλεπόµενη, Μη επιβλεπόµενη, Ηµι-επιβλεπόµενη και Ενεργή 

Μηχανική Μάθηση, ανάλογα µε το είδος των δεδοµένων εκπαίδευσης τα οποία 

χρησιµοποιούνται (ετικετοποιηµένα ή/και µη ετικετοποιηµένα). Παράλληλα, παρουσιάζεται 

το πρόβληµα της κατηγοριοποίησης και στη συνέχεια αναφέρονται και αναλύονται 

χαρακτηριστικές µέθοδοι επιβλεπόµενης µάθησης, οι οποίοι εφαρµόζονται κυρίως σε 

προβλήµατα κατηγοριοποίησης. 

Στο 4ο κεφάλαιο παρουσιάζεται η πειραµατική µελέτη της εργασίας. Γίνεται αναφορά στο 

δείγµα που χρησιµοποιήθηκε στα πειράµατα και περιγράφονται οι χρηµατοοικονοµικοί 

δείκτες (µεταβλητές). Η πειραµατική µελέτη αποτελείται από δύο βασικά στάδια. Στο πρώτο 

στάδιο γίνεται εφαρµογή γνωστών µεθόδων Ηµι-επιβλεπόµενης Μηχανικής Μάθησης για 

την πρόβλεψη της εταιρική χρεοκοπίας και συγκρίνεται η αποτελεσµατικότητα των µεθόδων 

µε τις αντίστοιχες µεθόδους Επιβλεπόµενης Μάθησης. Στο δεύτερο στάδιο πραγµατοποιείται 

εφαρµογή γνωστών µεθόδων Ενεργής Μηχανικής Μάθησης και συγκρίνεται η 

αποτελεσµατικότητα τους µε τις αντίστοιχες µεθόδους Επιβλεπόµενης Μάθησης. 

Τέλος, παρουσιάζονται συµπεράσµατα και προβληµατισµοί που προέκυψαν κατά τη 

διάρκεια της µελέτης και εκπόνησης της εργασίας. 
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1 Χρεοκοπία-Πτώχευση Επιχειρήσεων 

 

Η χρεοκοπία επιχειρήσεων (corporate bankruptcy) αποτέλεσε και συνεχίζει να αποτελεί ένα 

από τα σηµαντικότερα θέµατα της οικονοµικής επιστήµης και έχει απασχολήσει πολλούς 

επιστήµονες και ερευνητές. Ιδιαίτερα στη σηµερινή εποχή κατά την οποία επικρατεί 

παγκόσµια οικονοµική και χρηµατοπιστωτική κρίση, η χρεοκοπία αποτελεί καθηµερινό 

αντικείµενο έρευνας λόγω των καταστροφικών συνεπειών που µπορεί να έχει για όλους τους 

εµπλεκόµενους. 

 
1.1 Η Έννοια της Χρεοκοπίας 

 
Ο όρος χρεοκοπία είναι συχνά συνώνυµος της πτώχευσης και αναφέρεται σε εκείνη την 

κατάσταση κατά την οποία κάποιο νοµικό ή φυσικό πρόσωπο αδυνατεί να εξυπηρετήσει τις 

δανειακές του οφειλές, δηλαδή να πληρώσει τους πιστωτές του. Συγκεκριµένα, σύµφωνα µε 

το Άρθρο 2, Παρ. 1 του υπ’αριθµ. 3588/2007 του Πτωχευτικού Κώδικα: 

 

«Πτωχευτική ικανότητα έχουν οι έµποροι, καθώς και οι ενώσεις προσώπων µε νοµική 

προσωπικότητα που επιδιώκουν οικονοµικό σκοπό». 

 

Σύµφωνα µε το Άρθρο 3, Παρ. 1 του Πτωχευτικού Κώδικα: 

 
«Σε πτώχευση κηρύσσεται ο οφειλέτης που αδυνατεί να εκπληρώνει τις ληξιπρόθεσµες 

χρηµατικές υποχρεώσεις του κατά τρόπο γενικό και µόνιµο (παύση πληρωµών). ∆εν αποτελούν 

εκπλήρωση των υποχρεώσεων οι πληρωµές που γίνονται µε δόλια ή καταστρεπτικά µέσα». 

 

Επίσης: 

 
«Επαπειλούµενη αδυναµία εκπλήρωσης αποτελεί λόγο κήρυξης της πτώχευσης, όταν την 

κήρυξή της ζητεί ο οφειλέτης» (Άρθρο 3, Παρ. 2). 

 

Στο Άρθρο 1 του Πτωχευτικού Κώδικα αναφέρεται ο σκοπός της πτώχευσης, σύµφωνα µε 

τον οποίο: 

 

«Η πτώχευση αποσκοπεί στη συλλογική ικανοποίηση των πιστωτών του οφειλέτη µε τη 

ρευστοποίηση της περιουσίας του ή µε άλλο τρόπο που προβλέπεται από σχέδιο 

αναδιοργάνωσης και ιδίως µε τη διατήρηση της επιχείρησής του». 
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1.2 Παράγοντες και Αποτελέσµατα της Χρεοκοπίας Επιχειρήσεων 

 
Η χρεοκοπία µιας επιχείρησης αποτελεί αποτέλεσµα πολλών παραγόντων, µε 

σηµαντικότερους (Παπαδοµιχελάκης, 2016): 

• Αδυναµία κάλυψης βραχυπρόθεσµων υποχρεώσεων. 

• Αναποτελεσµατική διοίκηση. 

• Εσκεµµένη παύση πληρωµών και ανακριβής εµφάνιση οικονοµικών στοιχείων της 

επιχείρησης. 

• Οικονοµική κρίση. 

• Συµβάντα τα οποία δύνανται να επηρεάσουν αρνητικά την πορεία ενός οικονοµικού 

κλάδου. 

Όπως προαναφέρθηκε, η χρεοκοπία µιας επιχείρησης αποτελεί σοβαρό ζήτηµα για 

διάφορους λόγους, µε κυριότερους τους εξής (Storey & Greene, 2010): 

• Η χρεοκοπία µιας επιχείρησης έχει συχνά καταστροφικές κοινωνικές και 

οικονοµικές συνέπειες. 

• Το κλείσιµο µιας επιχείρησης οδηγεί σε απώλεια των θέσεων εργασίας πολλών 

ατόµων. 

• Το κλείσιµο µιας επιχείρησης έχει κοινωνικές και οικονοµικές συνέπειες σε όσους 

έχουν δανείσει ή επενδύσει χρήµατα στην επιχείρηση. 

• Η χρεοκοπία µιας επιχείρησης επηρεάζει αρνητικά το κράτος, αφού η εξέλιξη µιας 

επιχείρησης αποτελεί δοµικό στοιχείο της εγχώριας οικονοµίας. 

Όπως αναφέρεται στο Άρθρο 17, Παρ. 1 του Πτωχευτικού Κώδικα για τις συνέπειες της 

πτώχευσης: 

«Ο οφειλέτης από την κήρυξη της πτώχευσης στερείται αυτοδικαίως της διοίκησης (διαχείρισης 

και διάθεσης) της περιουσίας του (πτωχευτική απαλλοτρίωση), την οποία ασκεί µόνος ο 

σύνδικος. Μετά την κήρυξη της πτώχευσης, πράξεις διαχείρισης ή διάθεσης στοιχείων της 

πτωχευτικής περιουσίας από τον οφειλέτη ή προς αυτόν, χωρίς τη σύµπραξη του συνδίκου, 

είναι ανενεργείς και απαγορεύεται να καταχωρηθούν σε δηµόσια βιβλία οποιασδήποτε φύσεως, 

χωρίς τη γραπτή έγκριση του συνδίκου. Η πτώχευση θεωρείται ότι έχει κηρυχθεί από την 

έναρξη της ηµέρας κατά την οποία δηµοσιεύεται η απόφαση που κηρύσσει την πτώχευση στο 

ακροατήριο». 
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Στον Πίνακα 1 παρουσιάζονται οι πτωχευτικές αποφάσεις επιχειρήσεων, οι οποίες 

εκδόθηκαν στην Ελλάδα κατά το χρονικό διάστηµα 1998-2017
1
. 

 
Πίνακας 1: Πτωχευτικές αποφάσεις που εκδόθηκαν το διάστηµα 1998-2017 

 
 

Έτος Πτωχευτικές Αποφάσεις 

1998 921 

1999 886 

2000 805 

2001 700 

2002 576 

2003 516 

2004 569 

2005 612 

2006 532 

2007 524 

2008 342 

2009 368 

2010 380 

2011 474 

2012 455 

2013 437 

2014 335 

2015 206 

2016 111 

2017 114 
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Στον Πίνακα 2 παρουσιάζονται οι κηρυχθείσες πτωχεύσεις επιχειρήσεων, κατά κλάδο 

οικονοµικής δραστηριότητας το έτος 2017
2
 σε φθίνουσα σειρά. 

 
Πίνακας 2: Κηρυχθείσες πτωχεύσεις επιχειρήσεων κατά κλάδο οικ.δραστηριότητας (2017) 

 
 

Κλάδος Οικονοµικής ∆ραστηριότητας Σύνολο 

Χονδρικό και λιανικό εµπόριο, επισκευή µηχανοκίνητων οχηµάτων και 

µοτοσυκλετών 

 
37 

Μεταποίηση 22 

∆ραστηριότητες υπηρεσιών παροχής καταλύµατος και υπηρεσιών εστίασης 21 

Κατασκευές 10 

Μεταφορά και αποθήκευση 5 

∆ιοικητικές και υποστηρικτικές δραστηριότητες 4 

Παροχή ηλεκτρικού ρεύµατος, φυσικού αερίου, ατµού και κλιµατισµού 2 

Ενηµέρωση και επικοινωνία 2 

Χρηµατοπιστωτικές και ασφαλιστικές δραστηριότητες 2 

Επαγγελµατικές, επιστηµονικές και τεχνικές δραστηριότητες 3 

∆ραστηριότητες σχετικές µε την ανθρώπινη υγεία και την κοινωνική µέριµνα 2 

Τέχνες, διασκέδαση και ψυχαγωγία 1 

Άλλες δραστηριότητες παροχής υπηρεσιών 3 

Σύνολο 114 
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1.3 Μεθοδολογίες για την Πρόβλεψη της Χρεοκοπίας 

 
Η πρόβλεψη της χρεοκοπίας επιχειρήσεων αποτελεί τα τελευταία χρόνια ένα από τα 

σηµαντικότερα ερευνητικά ζητήµατα στο πεδίο της οικονοµικής επιστήµης και έχει 

απασχολήσει πολλούς επιστήµονες και ερευνητές. Πολλές έρευνες έχουν δηµοσιευθεί 

σχετικά µε τη διερεύνηση της αποτελεσµατικότητας διαφόρων προγνωστικών µοντέλων 

στηριζόµενα σε βασικούς χρηµατοοικονοµικούς δείκτες. Οι βασικότερες στατιστικές 

µεθοδολογίες που έχουν διατυπωθεί κατατάσσονται κυρίως στις παρακάτω κατηγορίες 

(Παπαγεωργίου, 2008): 

• Μονοµεταβλητή Ανάλυση (Univariate Analysis) 

• Πολυµεταβλητή Ανάλυση ∆ιαφοροποίησης (Multivariate Discriminant Analysis) 

• Γραµµικά Υποδείγµατα Πιθανότητας υπό συνθήκη (Linear Probability Models) 

• Λογαριθµική Ανάλυση (Τεχνική Logit) 

 
Ο William Beaver (1966) ήταν ο πρώτος που εφάρµοσε και διερεύνησε την 

αποτελεσµατικότητα της µεθόδου της Μονοµεταβλητής Ανάλυσης για την πρόβλεψη της 

εταιρικής αποτυχίας (failure) χρησιµοποιώντας διάφορους χρηµατοοικονοµικούς δείκτες. 

Συγκεκριµένα, όρισε ως αποτυχία την αδυναµία µιας επιχείρησης να καλύψει τις 

ληξιπρόθεσµες οφειλές της, ενώ εξέταζε την προβλεπτική ικανότητα ενός δείκτη κάθε φορά. 

Οι χρηµατοοικονοµικοί δείκτες τους οποίους χρησιµοποίησε ο Beaver ήταν: 

• ∆ανειακής Επιβάρυνσης (Debt Ratio) 

• Αποδοτικότητα Ενεργητικού (Return on Assets) 

• Καθαρό Κεφάλαιο Κίνησης (Net Working Capital) 

• Γενικής Ρευστότητας (Current Ratio) 

• Αποδοτικότητα Ιδίων Κεφαλαίων (Return on Equity) 

• Ταµειακές Ροές προς Σύνολο Υποχρεώσεων (Cash Flow/Total Liabilities) 

 
Ο Edward Altman (1968) ήταν ο πρώτος που εφάρµοσε τη µέθοδο της Πολυµεταβλητής 

Ανάλυσης ∆ιαφοροποίησης (MDA) για την ταξινόµηση επιχειρήσεων σε δύο κατηγορίες: 

υγιείς και πτωχευµένες. Η µέθοδος της Πολυµεταβλητής Ανάλυσης ∆ιαφοροποίησης 

αποτελεί µια στατιστική τεχνική η οποία χρησιµοποιείται σε προβλήµατα κατηγοριοποίησης 

δύο η περισσοτέρων κλάσεων. Οι κατηγορίες (κλάσεις) αυτές έχουν οριστεί εκ των προτέρων 

και εµφανίζουν κοινά χαρακτηριστικά και ιδιότητες. Στόχος της µεθόδου είναι να βρεθεί 
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ένας γραµµικός συνδυασµός των χρησιµοποιούµενων µεταβλητών ο οποίος να προσδιορίζει 

το συνολικό βαθµό µιας επιχείρησης. Με βάση αυτό τον βαθµό, µια επιχείρηση ταξινοµείται 

τελικά ως υγιής ή πτωχευµένη. Στην έρευνά του, ο Altman χρησιµοποίησε ένα δείγµα 66 

επιχειρήσεων (33 υγιείς και 33 πτωχευµένες) και πέντε χρηµατοοικονοµικούς δείκτες 

καταλήγοντας στη γραµµική σχέση: 

 

Z = 0, 021X1 + 0, 014X2 + 0, 033X3 + 0, 006X4 + 0,999X5 

 

όπου: 

 
Χ1: Κεφάλαιο Κίνησης προς Σύνολο Ενεργητικού 

 

Χ2: Παρακρατηθέντα Κέρδη προς Σύνολο Ενεργητικού 
 

Χ3: Κέρδη προ τόκων και φόρων προς Σύνολο Ενεργητικού 
 

Χ4: Τρέχουσα Αξία Μετοχών προς Λογιστική Αξία Συνολικών Υποχρεώσεων 
 

Χ5: Πωλήσεις προς Σύνολο Ενεργητικού 

 
Ο τελικός βαθµός (Ζ-score) αποτελεί σταθµικό µέσο των µεταβλητών Χ1, Χ2, Χ3, Χ4, Χ5 (οι 

αντίστοιχοι συντελεστές στάθµισης αναγράφονται στην προηγούµενη εξίσωση) και 

χρησιµοποιείται για την κατηγοριοποίηση των επιχειρήσεων σε υγιείς και πτωχευµένες. 

Συγκεκριµένα: 

• Ζ>2.67 : Η επιχείρηση δεν κινδυνεύει άµεσα µε αποτυχία εντός του τρέχοντος έτους 

• Ζ<1.81 : Η επιχείρηση οδεύει προς αποτυχία εντός του τρέχοντος έτους 

• 1.81<Ζ<2.67 : ∆εν µπορούν να βγουν ασφαλή συµπεράσµατα 

 
Η εργασία του Altman και η προτεινόµενη εξίσωση αποτέλεσε και συνεχίζει να αποτελεί 

σηµείο αναφοράς για εκατοντάδες εργασίες και έρευνες σχετικές µε την πρόβλεψη της 

εταιρικής χρεοκοπίας. 

 

Σε συνέχεια των προηγουµένων µελετών, ο James Ohlson (1980) παρουσίασε ορισµένα 

εµπειρικά αποτελέσµατα από µια µελέτη πρόβλεψης της εταιρικής αποτυχίας µε χρήση ενός 

πιθανοτικού µοντέλου (Ohlson, 1980). Τα αποτελέσµατα της µελέτης αφορούσαν κυρίως στη 

χρήση τεσσάρων βασικών κατηγοριών δεικτών οι οποίοι επηρεάζουν στατιστικά σηµαντικά 

την πιθανότητα πρόβλεψης και οι οποίοι είναι: 
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• Μέγεθος επιχείρησης 

• ∆είκτες ρευστότητας 

• ∆είκτες αποδοτικότητας 

• ∆είκτες αποδοτικότητας 

 
Οι Odom και Sharda (1990) ανέπτυξαν ένα µοντέλο πρόγνωσης της εταιρικής χρεοκοπίας 

χρησιµοποιώντας νευρωνικά δίκτυα (Σχήµα 1) και σύγκριναν την αποτελεσµατικότητα του 

µοντέλου µε τη µέθοδο της Πολυµεταβλητής Ανάλυσης ∆ιαφοροποίησης που πρότεινε ο 

Altman. Για τον σκοπό αυτό χρησιµοποίησαν τους ίδιους χρηµατοοικονοµικούς δείκτες και 

ένα δείγµα 129 επιχειρήσεων από τις οποίες 65 κατέληξαν σε χρεοκοπία. Τα αποτελέσµατα 

της έρευνας έδειξαν την υπεροχή της προτεινόµενης µεθόδου έναντι της µεθόδου της 

Πολυµεταβλητής Ανάλυσης ∆ιαφοροποίησης, η οποία αποτελεί ορόσηµο και µέτρο 

σύγκρισης στις περισσότερες µελέτες. 

 
 

 
Σχήµα 1: Νευρωνικό δίκτυο για την πρόβλεψη της χρεοκοπίας 

 
 

Σε συνέχεια της προηγούµενης έρευνας, πληθώρα εργασιών έχουν εφαρµόσει προγνωστικά 

µοντέλα κάνοντας χρήση νευρωνικών δικτύων για την εταιρική χρεοκοπία µε σηµαντικά 

αποτελέσµατα (Sharda & Wilson, 1996; Tam & Kiang, 1992; Wilson & Sharda, 1994). 

 
Τα τελευταία χρόνια έχουν εφαρµοστεί γνωστοί µέθοδοι Μηχανικής Μάθησης για την 

πρόβλεψη της εταιρικής χρεοκοπίας δηµιουργώντας προγνωστικά µοντέλα µεγάλης 

ακρίβειας και αποτελεσµατικότητας. Σε µια πρόσφατη εργασία, προτάθηκε µια σύνθετη 

µηχανική µέθοδος αποτελούµενη από τους αλγόριθµους RIPPER και Naïve Bayes 

(Deligianni & Kotsiantis, 2012). Αξιοσηµείωτο αποτελεί το γεγονός ότι η συγκεκριµένη 

µέθοδος ήταν αρκετά αποτελεσµατική πολύ πριν το χρονικό σηµείο της χρεοκοπίας, γεγονός 

που δίνει τη δυνατότητα λήψης κατάλληλων µέτρων για την αποφυγή της χρεοκοπίας. 
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Σε µια πρόσφατη εργασία επιχειρήθηκε η πρόβλεψη της οικονοµικής δυσχέρειας Γαλλικών 

επιχειρήσεων χρησιµοποιώντας Μηχανές ∆ιανυσµάτων Υποστήριξης, Νευρωνικά ∆ίκτυα, 

Λογαριθµική Ανάλυση και τη µέθοδο των Μερικών Ελαχίστων Τετραγώνων (Mselmi, 

Lahiani, & Hamza, 2017). Παράλληλα, προτάθηκε µια νέα υβριδική µέθοδος συνδυάζοντας 

τη µέθοδο των Μηχανών ∆ιανυσµάτων Υποστήριξης µε αυτή των Μερικών Ελαχίστων 

Τετραγώνων. Τα αποτελέσµατα των πειραµάτων έδειξαν ακρίβεια 94.28% στην πρόβλεψη 

των «επικίνδυνων» επιχειρήσεων δύο χρόνια πριν το σηµείο χρεοκοπίας. 
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2 Εξόρυξη Γνώσης 

 

2.1 Βασικές Έννοιες 

 
2.1.1 Μεταβλητές 

 

Ως µεταβλητή εννοούµε ένα χαρακτηριστικό ή µια ιδιότητα των ατόµων ενός πληθυσµού το 

οποίο µεταβάλλεται, και το οποίο µπορεί να διαφοροποιείται από άτοµο σε άτοµο ή ακόµη 

και στο ίδιο άτοµο ανάλογα µε τη χρονική στιγµή µέτρησης της τιµής του (Tan, Steinbach, & 

Kumar, 2013). Για παράδειγµα, το χρώµα των µατιών διαφέρει από άτοµο σε άτοµο, µε τιµές 

{µαύρα, καστανά, γαλάζια, πράσινα,…}, ενώ η θερµοκρασία σε µια περιοχή µεταβάλλεται 

κάθε χρονική στιγµή παίρνοντας µια συγκεκριµένη αριθµητική τιµή κάθε φορά. Οι 

µεταβλητές (attributes, variables) ή χαρακτηριστικά (features) διακρίνονται σε δύο βασικές 

κατηγορίες: ποσοτικές και ποιοτικές (Zaki, Meira, & Meira, 2014). 

• Ποσοτικές (quantitative) ονοµάζονται οι µεταβλητές οι οποίες παίρνουν µόνο 

αριθµητικές τιµές. ∆ιακρίνονται σε: 

o ∆ιακριτές (discrete) 

Είναι οι ποσοτικές µεταβλητές που µπορούν να πάρουν µόνο έναν ορισµένο 

αριθµό τιµών (συνήθως ακέραιους αριθµούς, χωρίς να µπορούν να πάρουν τις 

ενδιάµεσες τιµές), µε το σύνολο των τιµών τους να είναι πεπερασµένο ή 

αριθµήσιµο. Για παράδειγµα, ο αριθµός των παιδιών µιας οικογένειας, το 

πλήθος συγκεκριµένων λέξεων που εµφανίζονται σε ένα έγγραφο, ο 

ταχυδροµικός κώδικας µιας περιοχής, ο προσωπικός αριθµός PIN µιας 

πιστωτικής κάρτας, κ.ά. ∆εδοµένα που αφορούν σε διακριτές µεταβλητές 

προέρχονται συνήθως από διαδικασίες καταµέτρησης ύστερα από παρατήρηση. 

o Συνεχείς (continuous) 

Είναι οι ποσοτικές µεταβλητές που µπορούν να πάρουν οποιαδήποτε τιµή σε 

ένα δεδοµένο διάστηµα πραγµατικών αριθµών. Συνήθως δεν έχουν ελάχιστη 

µονάδα µέτρησης. Για παράδειγµα, το ύψος των µαθητών ενός σχολείου, το 

βάρος των αθλητών σε έναν αγώνα, ο χρόνος που αφιερώνει κάποιος µαθητής 

στο διάβασµα κάθε ηµέρα, ο µισθός των υπαλλήλων µιας εταιρείας, η 
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ατµοσφαιρική πίεση, κ.ά. ∆εδοµένα που αφορούν σε συνεχείς µεταβλητές 

προέρχονται συνήθως από µετρήσεις. 

• Ποιοτικές (qualitative) είναι οι µεταβλητές των οποίων οι τιµές τους δεν είναι 

αριθµοί, αλλά µπορούν απλώς να ταξινοµούν αντικείµενα ή άτοµα σε κατηγορίες ή 

ιδιότητες. ∆ιακρίνονται σε: 

o Κατηγορικές ή ονοµαστικές (categorical) 

Είναι οι ποιοτικές µεταβλητές που απλά ταξινοµούν τα δεδοµένα σε κατηγορίες, 

σαφώς διαχωρισµένες µεταξύ τους. Για παράδειγµα, η οικογενειακή κατάσταση 

µε τιµές {ελεύθερος, παντρεµένος, χωρισµένος, χήρος}, η οµάδα αίµατος µε 

τιµές {Α, Β, ΑΒ, Ο}, το χρώµα των µατιών, κ.ά. Ειδική κατηγορία διακριτών 

µεταβλητών αποτελούν αυτές που παίρνουν µόνο δύο τιµές, για παράδειγµα: 

{0, 1}, {ναι, όχι}, {σωστό, λάθος}, {άνδρας, γυναίκα}, και οι οποίες 

χαρακτηρίζονται ως δυαδικές µεταβλητές (binary attributes). 

o ∆ιατακτικές (ordinal) 

Είναι οι ποιοτικές µεταβλητές που καθορίζουν µια σειρά (ιεραρχία) µεταξύ των 

κατηγοριών. Για παράδειγµα, ο χαρακτηρισµός της επίδοσης στο σχολείο µε 

τιµές {άριστα, πολύ καλά, καλά, µέτρια, ανεπαρκώς}, τα στάδια µιας ασθένειας 

µε τιµές {I, II, III, IV}, ο χαρακτηρισµός του ύψους ατόµων µε τιµές {κοντός, 

µέτριος, ψηλός}, κ.ά. Στις διατακτικές µεταβλητές υπάρχει η δυνατότητα 

σύγκρισης των τιµών τους (υπάρχει η έννοια της ισότητας εφόσον οι τιµές τους 

ταυτίζονται και της ανισότητας εφόσον οι τιµές τους είναι διαφορετικές). Για 

παράδειγµα, ένας µαθητής µε χαρακτηρισµό επίδοσης άριστα είναι καλύτερης 

επίδοσης από κάποιον που χαρακτηρίζεται ως καλός (Zaki, Meira, & Meira, 

2014). 

 

Αξίζει να σηµειωθεί εδώ ότι οι ιδιότητες των µεταβλητών δεν είναι απαραίτητο να 

ταυτίζονται µε τις ιδιότητες των τιµών που παίρνουν αυτές οι µεταβλητές κάθε φορά (Tan, 

Steinbach, & Kumar, 2013). Για παράδειγµα, ας θεωρήσουµε δύο µεταβλητές που αφορούν 

τους υπαλλήλους µιας εταιρίας: «Αριθµός Μητρώου» και «Ηλικία» (σε έτη). Και οι δύο αυτές 

µεταβλητές είναι ποσοτικές και παριστάνονται µε ακέραιους. Εντούτοις, είναι λογικό να 

µιλάµε για τη µέση ηλικία των υπαλλήλων της εταιρίας, αλλά όχι για τη µέση τιµή των 

αριθµών µητρώου των υπαλλήλων. 
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2.1.2 Σύνολα ∆εδοµένων 
 

Τα σύνολα δεδοµένων είναι συλλογές µετρήσεων (τιµών) προκαθορισµένων µεταβλητών 

(Zaki, Meira, & Meira, 2014). Συνήθως παριστάνονται µε τη µορφή πινάκων διάστασης nxm 

(n γραµµών και m στηλών). Κάθε µια από τις m στήλες αντιστοιχεί σε µια µεταβλητή, ενώ 

κάθε γραµµή παριστάνει συγκεκριµένες τιµές µετρήσεων για τις µεταβλητές και αναφέρεται 

συνήθως ως στιγµιότυπο (επίσης χρησιµοποιούνται οι όροι παράδειγµα, περίπτωση ή 

εγγραφή). Γενικά, κάθε στιγµιότυπο ενός συνόλου δεδοµένων παριστάνεται συνήθως µε τη 

µορφή ενός διανύσµατος διάστασης m, όπου m είναι το πλήθος των µεταβλητών: 

x = (x1, x2,..., xm ) 
 

Το πλήθος m των µεταβλητών που εµφανίζονται σε ένα σύνολο δεδοµένων ορίζεται και ως 

διάσταση του συνόλου δεδοµένων. Η µεγάλη διάσταση ενός συνόλου δεδοµένων αποτελεί 

σηµαντικό πρόβληµα κατά την ανάλυση αυτών. Έτσι, είναι σηµαντικό κατά τη διαδικασία 

της προ-επεξεργασίας των δεδοµένων να πραγµατοποιηθεί µείωση της διάστασης µε χρήση 

κατάλληλων τεχνικών (Tan, Steinbach, & Kumar, 2013). Τα αρχεία δεδοµένων εµφανίζονται 

µε διάφορες µορφές όπως, για παράδειγµα, σε µορφή αρχείων txt, xls, csv, dat, arff. 

 
2.1.3 Προβλήµατα σε Σύνολα ∆εδοµένων 

 

Τα κυριότερα προβλήµατα που εµφανίζονται κατά τη διαδικασία συλλογής δεδοµένων είναι 

τα εξής (Han, Pei, & Kamber, 2011): 

• Ύπαρξη θορύβου και ακραίων περιπτώσεων 
 

Σχήµα 2: Ακραίες τιµές στα δεδοµένα 
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Οι ακραίες περιπτώσεις αφορούν παρατηρήσεις οι οποίες διαφέρουν σηµαντικά από 

το σύνολο των παρατηρήσεων (Σχήµα 2). Η εµφάνιση ακραίων περιπτώσεων σε ένα 

δείγµα µπορεί να προκύψει είτε τυχαία είτε µετά από εσφαλµένες µετρήσεις. Αυτές 

οι παρατηρήσεις είτε αφαιρούνται είτε χρησιµοποιούνται µέθοδοι οι οποίες δύνανται 

να τις χειριστούν. Πολλές φορές, τέτοιες περιπτώσεις αντιστοιχούν σε παρατηρήσεις 

οι οποίες είναι χρήσιµο να ανιχνευθούν, όπως είναι για παράδειγµα, ο εντοπισµός 

απάτης σε συστήµατα ασφαλείας ή σε τραπεζικές συναλλαγές (Roiger & Geatz, 

2003). 

• Μη καταχωρηµένες τιµές µεταβλητών σε διάφορες εγγραφές 
 

Εµφανίζονται συχνά περιπτώσεις εγγραφών στις οποίες απουσιάζουν οι τιµές 

κάποιων µεταβλητών. Αυτό µπορεί να συµβαίνει είτε λόγω µη µέτρησης της 

µεταβλητής κάποιας εγγραφής είτε λόγω καταστροφής είτε απώλειας λόγω λάθους. 

Εγγραφές µε απουσία τιµών κάποιων µεταβλητών εµφανίζονται συχνά σε 

καθηµερινά προβλήµατα συγκέντρωσης δεδοµένων. Τέτοιες περιπτώσεις 

αντιµετωπίζονται συχνά ως εξής (Han, Pei, & Kamber, 2011): 

o Αγνοώντας αυτές τις εγγραφές 

o Τοποθετώντας ως τιµή της µη καταχωρηµένης µεταβλητής τη µέση τιµή ή τη 

διάµεσο των υπολοίπων εγγραφών που αφορούν στη συγκεκριµένη µεταβλητή 

o Συµπληρώνοντας µε το χέρι τις ελλιπείς εγγραφές 

 
• ∆ιπλότυπες εγγραφές 

 

Σε πολλά σύνολα δεδοµένων εµφανίζονται αρκετές φορές πανοµοιότυπες εγγραφές. 

Σε αυτές τις περιπτώσεις γίνεται εκκαθάριση των διπλότυπων εγγραφών µε χρήση 

κατάλληλων εργαλείων. 

• Μεγάλο πλήθος χαρακτηριστικών 

Πολλά σύνολα δεδοµένων εµφανίζουν µεγάλο πλήθος χαρακτηριστικών (µεγάλη 

διάσταση) τα οποία είναι δυνατόν να δηµιουργήσουν προβλήµατα κατά την 

εφαρµογή των µεθόδων Εξόρυξης Γνώσης και Μηχανικής Μάθησης. Έτσι, κρίνεται 

απαραίτητο να µειωθεί το πλήθος των χαρακτηριστικών του συνόλου επιλέγοντας 

ορισµένα από αυτά, ενώ παράλληλα να διατηρηθούν οι ουσιαστικές ιδιότητες των 

δεδοµένων (Zaki, Meira, & Meira, 2014). Για τη µείωση του πλήθους των 
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χαρακτηριστικών ενός συνόλου δεδοµένων έχουν αναπτυχθεί διάφορες µέθοδοι 

(Jolliffe, 2002; Schölkopf, Smola, & Müller, 1998). 

 
2.2 Τι είναι Εξόρυξη Γνώσης; 

 
Η Εξόρυξη Γνώσης (Data Mining) αποτελεί µια από τις πιο καινοτόµες και ριζοσπαστικές 

εξελίξεις στον τοµέα της τεχνολογίας την τελευταία δεκαετία. Η εκρηκτική και ταχύτατη 

αύξηση του όγκου των αποθηκευµένων δεδοµένων, κυρίως λόγω της αλµατώδους εξέλιξης 

της τεχνολογίας, έχει κάνει επιτακτική την ανάγκη για επεξεργασία αυτών των δεδοµένων 

και την εξαγωγή χρήσιµων πληροφοριών (Han, Pei, & Kamber, 2011). Η συνεχώς 

αυξανόµενη εξέλιξη στο πεδίο της εξόρυξης και ανακάλυψης γνώσης πυροδοτείται από τη 

συµβολή πολλών παραγόντων (Larose, 2014) µε κυριότερους: 

• Την εκρηκτική αύξηση δεδοµένων καθηµερινά 

• Τη δυνατότητα αποθήκευσης αυτών των δεδοµένων σε µεγάλες βάσεις δεδοµένων 

• Την ανάπτυξη εµπορικών και µη λογισµικών εξόρυξης γνώσης 

• Την απίστευτη εξέλιξη της υπολογιστικής ισχύος των σύγχρονων υπολογιστών και 

τη δυνατότητας αποθήκευσης µεγάλου όγκου δεδοµένων 

 

Η Εξόρυξη Γνώσης αποτελεί το κατάλληλο εργαλείο για την ανάκτηση πληροφορίας από 

δεδοµένα χρησιµοποιώντας µεθοδολογίες οι οποίες δεν είναι ικανές από µόνες τους να 

επεξεργαστούν αποτελεσµατικά τα διαθέσιµα δεδοµένα. 

 

Αρκετοί ορισµοί έχουν δοθεί για τον όρο «Εξόρυξη Γνώσης». Οι περισσότεροι δίνουν 

έµφαση στην ανακάλυψη γνώσης µε τη µορφή προτύπων µέσα από µεγάλο πλήθος 

δεδοµένων, τα οποία είναι αποθηκευµένα σε βάσεις δεδοµένων. Ο όρος «πρότυπο» 

αντανακλά τη µεθοδολογία της Μηχανικής Μάθησης, η οποία αποτελεί σηµαντική 

συνιστώσα της Εξόρυξης Γνώσης. Στη συνέχεια, παρατίθενται µε χρονολογική σειρά 

ορισµένοι από αυτούς τους ορισµούς: 

 

«Εξόρυξη γνώσης είναι η διαδικασία ανάλυσης, συνήθως µεγάλων συνόλων 

δεδοµένων, µε σκοπό την εύρεση µη υπονοούµενων σχέσεων και τη σύνοψη των 

δεδοµένων µε καινοτόµους τρόπους έτσι ώστε να είναι κατανοητά και χρήσιµα» 

(Hand, Mannila, & Smyth, 2001). 
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«Εξόρυξη Πληροφορίας (Data Mining) είναι η διαδικασία χρήσης µιας ή 

περισσότερων τεχνικών εκµάθησης υπολογιστών για την αυτόµατη ανάλυση και 

εξαγωγή γνώσεων από δεδοµένα που περιέχονται σε µια βάση δεδοµένων. Ο 

σκοπός µιας συνεδρίας εξόρυξης πληροφορίας είναι να εντοπίσει τάσεις και 

πρότυπα (µοτίβα) στα δεδοµένα.» (Roiger & Geatz, 2003). 

 

«Εξόρυξη γνώσης είναι η διαδικασία ανακάλυψης ενδιαφέρουσας γνώσης από 

µεγάλο πλήθος δεδοµένων τα οποία είναι αποθηκευµένα σε βάσεις δεδοµένων, 

αποθήκες δεδοµένων ή άλλα αποθετήρια πληροφοριών» (Han, Pei, & Kamber, 

2011). 

 

«Εξόρυξη γνώσης είναι η διαδικασία εξερεύνησης και ανάλυσης µεγάλων 

ποσοτήτων δεδοµένων, µε στόχο την ανακάλυψη σηµαντικών προτύπων και 

κανόνων» (Linoff & Berry, 2011). 

 

«Εξόρυξη γνώσης είναι η διαδικασία αυτόµατης ανακάλυψης χρήσιµης 

πληροφορίας σε µεγάλο πλήθος δεδοµένων» (Tan, Steinbach, & Kumar, 2013). 

 

«Εξόρυξη γνώσης είναι η µεθοδολογία εύρεσης προτύπων σε δεδοµένα, πρότυπα 

τα οποία παρέχουν γνώση ή προσφέρουν δυνατότητες για γρήγορη και σωστή λήψη 

αποφάσεων». (Witten, Frank, Hall, & Pal, 2016). 

 

«Εξόρυξη γνώσης είναι η διαδικασία εύρεσης ενδιαφερουσών δοµών σε δεδοµένα. 

Αυτές οι δοµές µπορεί να είναι ένα σύνολο κανόνων, ένα γράφηµα, ένα δίκτυο, ένα 

δέντρο απόφασης, εξισώσεις κ.ά.» (Roiger, 2017). 

 

Σύµφωνα µε τους παραπάνω ορισµούς, η Εξόρυξη Γνώσης εφαρµόζεται σε δεδοµένα τα 

οποία έχουν αποθηκευτεί σε κάποια βάση δεδοµένων και τα οποία έχουν συλλεχθεί για 

διαφορετικό σκοπό. Αυτό σηµαίνει ότι οι στόχοι της Εξόρυξης Γνώσης σε αυτά τα δεδοµένα 

δεν σχετίζονται µε τις µεθόδους και τις τεχνικές συλλογής αυτών, διαχωρίζοντάς τη 

σηµαντικά από την Στατιστική, σύµφωνα µε τις αρχές της οποίας τα δεδοµένα συλλέγονται 

µε τη χρήση συγκεκριµένων κάθε φορά µεθόδων για την απάντηση συγκεκριµένων 

ερωτηµάτων (Hand, Mannila, & Smyth, 2001). Παρόλα αυτά, η Στατιστική αποτελεί 

βαρύνουσα και θεµελιώδη συνιστώσα της Εξόρυξης Γνώσης. Εποµένως, η κεντρική ιδέα της 

Εξόρυξης Γνώσης είναι ότι υπάρχοντα δεδοµένα περιέχουν πληροφορίες οι οποίες δύνανται 
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να αξιοποιηθούν µελλοντικά, ενώ ο βασικός στόχος της είναι η εύρεση προτύπων σε αυτά τα 

δεδοµένα. 

 

Με βάση όσα αναφέρθηκαν παραπάνω, είναι αναγκαίο να τονιστεί ότι Εξόρυξη Γνώσης δεν 

είναι: 

• Οι στατιστικές µέθοδοι 

• Η συγκέντρωση δεδοµένων σε βάσεις δεδοµένων ή αποθήκες δεδοµένων 

• Η απεικόνιση των δεδοµένων σε διάφορες µορφές 

• Οι αναφορές µετά από ερωτήµατα σε βάσεις δεδοµένων 
 

 

Σχήµα 3: Συνιστώσες της Εξόρυξης Γνώσης 
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Η Εξόρυξη Γνώσης αποτελεί διεπιστηµονική µεθοδολογία (Hand, Mannila, & Smyth, 2001). 

Πληροφορική, στατιστικές µέθοδοι, µηχανική µάθηση, τεχνητή νοηµοσύνη, τεχνολογία 

βάσεων δεδοµένων, αναγνώριση προτύπων, τεχνικές συλλογής δεδοµένων, γραφικές 

αναπαραστάσεις, αποτελούν βασικές συνιστώσες της Εξόρυξης Γνώσης (Σχήµα 3), καθεµιά 

µε τον δικό της διακριτό ρόλο. Επιπλέον, όσο δύσκολο είναι να οριστούν τα διαχωριστικά 

όρια µεταξύ αυτών των πεδίων, άλλο τόσο δύσκολο είναι να οριστούν και τα διαχωριστικά 

όρια µεταξύ αυτών και της Εξόρυξης Γνώσης. 

 

Σύµφωνα µε µια άλλη θεώρηση (Thearling, 1999) η Εξόρυξη Γνώσης απεικονίζεται ως η 

τοµή τριών µεθοδολογιών (Σχήµα 4), οι οποίες είναι: 

o Στατιστικές µέθοδοι και Αλγόριθµοι Μηχανικής Μάθησης 

o Μέθοδοι Συλλογής, Αποθήκευσης και ∆ιαχείρισης ∆εδοµένων 

o Συστήµατα µεγάλης Υπολογιστικής Ισχύος 
 

 

Σχήµα 4: Η Εξόρυξη Γνώσης ως τοµή πεδίων 
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2.3 Μέθοδοι Εξόρυξης Γνώσης 

 
Η Εξόρυξη Γνώσης εφαρµόζεται για την επίλυση διαφόρων πρακτικών προβληµάτων 

στοχεύοντας κυρίως στην πρόβλεψη και την περιγραφή (Fayyad, Piatetsky-Shapiro, & 

Smyth, 1996). Με βάση αυτούς τους στόχους, η Εξόρυξη Γνώσης κατηγοριοποιείται 

αντίστοιχα σε δύο βασικές µεθόδους: Προβλεπτικές και Περιγραφικές (Σχήµα 5). Η 

κατηγοριοποίηση αυτή δεν είναι µοναδική, καθώς πολλές θεωρήσεις παρουσιάζουν και 

άλλες ταξινοµήσεις, µε κύριες συνιστώσες την πρόβλεψη και την περιγραφή. 

 

• Προβλεπτικές µέθοδοι (Prediction methods) 
 

Αφορούν στην εξαγωγή χρήσιµων συµπερασµάτων και εκτιµήσεων από διαθέσιµα 

δεδοµένα. Πιο συγκεκριµένα, µε χρήση διαφόρων µεταβλητών ή πεδίων µιας Β∆ 

επιχειρείται η πρόβλεψη άγνωστων ή µελλοντικών τιµών κάποιας µεταβλητής, η 

οποία συνήθως ονοµάζεται εξαρτηµένη µεταβλητή ή µεταβλητή απόφασης 

(dependent-output variable). Πληθώρα µεθόδων Στατιστικής και Μηχανικής 

Μάθησης έχουν αναπτυχθεί για την επίλυση προβληµάτων που αφορούν στην 

πρόβλεψη των τιµών µιας µεταβλητής (Hand, Mannila, & Smyth, 2001) µε 

κυριότερες αυτές της κατηγοριοποίησης ή ταξινόµησης και της παλινδρόµησης. 

 

• Περιγραφικές µέθοδοι (Description methods) 

Επικεντρώνονται στην εύρεση προτύπων που αναπαριστούν τα δεδοµένα µιας Β∆ 

µε όσο το δυνατό πιο κατανοητό και αξιοποιήσιµο τρόπο. Αντιπροσωπευτικές 

περιγραφικές µέθοδοι αποτελούν η συσταδοποίηση και η ανάλυση κανόνων 

συσχέτισης. 

 

Τα όρια διαχωρισµού πρόβλεψης και περιγραφής δεν είναι απολύτως ξεκάθαρα και 

εξαρτώνται τόσο από τη φύση των δεδοµένων, όσο και από το πεδίο εφαρµογής τους. 

Εντούτοις, αυτό που διαχωρίζει τις δύο µεθόδους είναι ότι οι προβλεπτικές µέθοδοι 

επικεντρώνονται σε µια µόνο µεταβλητή, τη µεταβλητή εξόδου, ενώ οι περιγραφικές µέθοδοι 

δεν επικεντρώνονται σε συγκεκριµένη µεταβλητή, αλλά προσπαθούν να περιγράψουν όλα τα 

δεδοµένα (Fayyad, Piatetsky-Shapiro, & Smyth, 1996). 
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Σχήµα 5: Ταξινόµηση µεθόδων Εξόρυξης Γνώσης 

 
 

Οι διαδικασίες πρόβλεψης και περιγραφής της Εξόρυξης Γνώσης δύνανται να επιτευχθούν µε 

τη χρήση διαφόρων τεχνικών, οι κυριότερες από τις οποίες είναι: 

o Η Κατηγοριοποίηση (Classification) 

o Η Παλινδρόµηση (Regression) 

o Η Συσταδοποίηση (Clustering) 

o Η Ανάλυση Κανόνων Συσχέτισης (Association Rules) 

o Η Ανάλυση Εξαιρέσεων 
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2.3.1 Κατηγοριοποίηση (Classification) 

 
Η κατηγοριοποίηση θεωρείται η δηµοφιλέστερη τεχνική Εξόρυξης Γνώσης µε εφαρµογές σε 

πολλά επιστηµονικά πεδία. Γενικά, αφορά στη διαδικασία ταξινόµησης αντικειµένων σε 

προκαθορισµένες κατηγορίες, οι οποίες συχνά αναφέρονται και ως κλάσεις. 

 

Ας υποθέσουµε ότι τα δεδοµένα που αφορούν σε ένα πρόβληµα παρουσιάζονται µε τη µορφή 

εγγραφών (x,y), όπου το διάνυσµα x αντιστοιχεί στο σύνολο των µεταβλητών του δείγµατος, 

ενώ το y αντιστοιχεί στη µεταβλητή απόφασης (κλάση ή ετικέτα). Τότε ορίζουµε ως 

κατηγοριοποίηση: 

 

«τη διαδικασία µάθησης µιας συνάρτησης στόχου f η οποία αντιστοιχεί κάθε 

διάνυσµα µεταβλητών x σε ένα προκαθορισµένο πλήθος κλάσεων y» (Tan, 

Steinbach, & Kumar, 2013). 

 

Η µεταβλητή y παίρνει συνήθως διακριτές ή κατηγορικές τιµές. Στην περίπτωση κατά την 

οποία η µεταβλητή y παίρνει οποιαδήποτε τιµή σε ένα διάστηµα πραγµατικών αριθµών [α, β] 

τότε έχουµε το πρόβληµα της παλινδρόµησης. Η συνάρτηση f αναφέρεται συχνά και ως 

µοντέλο ταξινόµησης ή κατηγοριοποίησης και χρησιµοποιείται συνήθως για περιγραφή ή 

πρόβλεψη. Για τη δηµιουργία ενός µοντέλου ταξινόµησης απαιτείται ένα σύνολο δεδοµένων 

(x,y) µε γνωστές κλάσεις, το οποίο ονοµάζεται σύνολο δεδοµένων εκπαίδευσης. 

 

• Περιγραφή    
 

Ένα µοντέλο ταξινόµησης µπορεί να χρησιµοποιηθεί ως επεξηγηµατικό εργαλείο 

για τη διάκριση αντικειµένων που ανήκουν σε διαφορετικές κλάσεις. Για 

παράδειγµα, θα ήταν χρήσιµο ένα περιγραφικό µοντέλο το οποίο θα περιγράφει 

επακριβώς τα δεδοµένα ενός πίνακα εγγραφών και το οποίο θα καθορίζει ποια 

χαρακτηριστικά (µεταβλητές) καθορίζουν τη µεταβλητή απόφασης (Tan, Steinbach, 

& Kumar, 2013). 

 

• Πρόβλεψη    

Ένα µοντέλο ταξινόµησης µπορεί επίσης να χρησιµοποιηθεί για την πρόβλεψη των 

κλάσεων νέων εγγραφών (Tan, Steinbach, & Kumar, 2013). Συγκεκριµένα, 

δηµιουργείται ένα µοντέλο ταξινόµησης και στη συνέχεια προσπαθούµε να 

προβλέψουµε την τιµή της µεταβλητής απόφασης. Εποµένως, ένα προγνωστικό 
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µοντέλο για ανακάλυψη γνώσης από µια βάση δεδοµένων, κάνει πρόβλεψη 

αγνώστων ή µελλοντικών τιµών κάποιων χαρακτηριστικών, βασιζόµενο στις άλλες 

τιµές που έχουν τα χαρακτηριστικά στην βάση δεδοµένων. Παραδείγµατα 

πρόβλεψης αποτελούν: 

 

o Η πρόβλεψη επιτυχίας ή αποτυχίας ενός φοιτητή στις τελικές εξετάσεις ενός 

µαθήµατος σύµφωνα µε συγκεκριµένα ποιοτικά και ποσοτικά χαρακτηριστικά 

του φοιτητή κατά τη διάρκεια του πανεπιστηµιακού έτους. 

o Η πρόβλεψη χρεοκοπίας ή µη µιας εµπορικής επιχείρησης βασισµένη σε 

διάφορους χρηµατοοικονοµικούς δείκτες, όπως επιχειρείται στην παρούσα 

εργασία. 

 

Συνοψίζοντας, η κατηγοριοποίηση αποτελεί τη βασικότερη µέθοδο Εξόρυξης Γνώσης και 

έχει τα εξής χαρακτηριστικά: 

 

• Η εξαρτηµένη µεταβλητή (µεταβλητή εξόδου ή απόφασης) είναι διακριτή ή 

κατηγορική. 

• Η µάθηση είναι επιβλεπόµενη, µε την έννοια ότι για κάθε εγγραφή του συνόλου 

εκπαίδευσης παρέχεται και η αντίστοιχη µεταβλητή απόφασης, η οποία συχνά 

ονοµάζεται και κλάση. 

• Στοχεύει στη δηµιουργία µοντέλων τα οποία κατηγοριοποιούν νέες περιπτώσεις σε 

ένα σύνολο προκαθορισµένων κλάσεων. 

 

Πολλές µέθοδοι έχουν χρησιµοποιηθεί για την κατηγοριοποίηση και την δηµιουργία 

προγνωστικών µοντέλων όπως, για παράδειγµα (Tan, Steinbach, & Kumar, 2013): 

 

• ∆έντρα Αποφάσεων (Decision Trees-Classification Trees) 

• Αλγόριθµοι Στατιστικής Κατηγοριοποίησης (Naïve Bayes Classifiers) 

• Ταξινοµητές του Πλησιέστερου Γείτονα (k-Nearest Neighbor Classifiers) 

• Νευρωνικά ∆ίκτυα (Neural Networks) 

• Μηχανές ∆ιανυσµάτων Υποστήριξης (Support Vector Machines) 

• Παλινδροµικά Μοντέλα (Regression Models) 

• Αλγόριθµοι Μάθησης Κανόνων (Rule-based Algorithms) 
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Στο Κεφάλαιο 3 αναλύονται όσες από τις προαναφερθείσες µεθοδολογίες και αλγόριθµους 

κατηγοριοποίησης εφαρµόζονται στην παρούσα εργασία. 

 
2.3.2 Παλινδρόµηση (Regression) 

 
Η Ανάλυση Παλινδρόµησης αποτελεί κλάδο της Στατιστικής που εξετάζει τη σχέση των 

τιµών µεταξύ δύο (Απλή Γραµµική Παλινδρόµηση-Linear Regression) ή περισσότερων 

µεταβλητών (Πολλαπλή Γραµµική Παλινδρόµηση-Multiple Linear Regression) στοχεύοντας 

στη πρόβλεψη µιας από αυτές (εξαρτηµένη µεταβλητή) µέσω των άλλων (Gorunescu, 2011). 

Ο όρος «regression» προέρχεται από τον γενετιστή Francis Galton (1822-1911). Το πιο 

γνωστό παράδειγµα απλής παλινδρόµησης αποτελεί ίσως η εύρεση της σχέσης µεταξύ του 

ύψους και του βάρους ενός ατόµου και η πρόβλεψη του βάρους ενός ατόµου εφόσον δίνεται 

το ύψος του. 

 

Σε αντίθεση µε την απλή γραµµική παλινδρόµηση, στην οποία προσπαθούµε να εκφράσουµε 

την εξαρτηµένη µεταβλητή σε σχέση µε µια ανεξάρτητη µεταβλητή, στην πολλαπλή 

παλινδρόµηση υπάρχουν τουλάχιστον τρεις µεταβλητές, εκ των οποίων µια είναι η 

εξαρτηµένη και οι υπόλοιπες οι ανεξάρτητες (Mendenhall, Sincich, & Boudreau, 2003). Ο 

όρος «multiple linear regression» πρωτοεµφανίστηκε το 1908 από τον Pearson. Στην 

περίπτωση αυτή, η εξαρτηµένη µεταβλητή y εκφράζεται ως γραµµικός συνδυασµός των 

ανεξάρτητων µεταβλητών x1, x2,…,xk (Downing & Clark, 2010): 

y=α+b1x1+b2x2+…+bkxk 

 
Σηµαντικές εφαρµογές της Ανάλυσης Παλινδρόµησης αποτελούν: 

 

• Η πρόβλεψη των πωλήσεων ενός νέου προϊόντος µε βάση της διαφηµιστικές 

δαπάνες. 

• Η πρόβλεψη της κατεύθυνσης και της ταχύτητας του ανέµου ως συνάρτηση της 

θερµοκρασίας, της υγρασία, της ατµοσφαιρικής πίεσης κ.ά. 

• Η επίδραση του ύψους και του βάρους των γονέων στο ύψος και το βάρος των 

παιδιών. 
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2.3.3 Ανάλυση Συσταδοποίησης (Cluster Analysis) 
 

Η Ανάλυση Συσταδοποίησης χωρίζει υπάρχοντα δεδοµένα σε πεπερασµένο πλήθος οµάδων 

(groups) ή συστάδων (clusters) οι οποίες είναι σηµαντικές ή χρήσιµες, βασιζόµενη σε 

πληροφορίες και σχέσεις που περιγράφουν αυτά τα δεδοµένα. Η κεντρική ιδέα της µεθόδου 

αφορά στη δηµιουργία οµάδων αντικειµένων έτσι ώστε τα αντικείµενα µιας οµάδας να 

παρουσιάζουν µεγάλη οµοιότητα, ενώ αντικείµενα διαφορετικών οµάδων να έχουν µεγάλη 

ανοµοιότητα (Zaki, Meira, & Meira, 2014). Ο διαχωρισµός αντικειµένων σε οµάδες και η 

ταξινόµηση νέων αντικειµένων σε αυτά (κατηγοριοποίηση) αποτελεί σηµαντική ανθρώπινη 

δραστηριότητα. Για παράδειγµα, τα µικρά παιδιά κατηγοριοποιούν αντικείµενα που βλέπουν 

σε εικόνες ή στην τηλεόραση ως ανθρώπους, ζώα, φυτά, οχήµατα, κτίρια κ.ά. Σε αυτό το 

πλαίσιο, οι συστάδες αποτελούν ενδεχόµενες οµάδες και η συσταδοποίηση είναι η µελέτη 

και εφαρµογή τεχνικών για την αυτόµατη αναζήτηση οµάδων (Tan, Steinbach, & Kumar, 

2013). 

 
 

 
Σχήµα 6: Συσταδοποίηση δεδοµένων (περιπτώσεις) 

 
 

Η εννοιολογική αποσαφήνιση του όρου συστάδα, καθώς και ο προσδιορισµός του πλήθους 

των δηµιουργούµενων συστάδων σε ένα πρόβληµα δεν είναι καθόλου εύκολη διαδικασία. Ας 

θεωρήσουµε για παράδειγµα, ένα σύνολο δεδοµένων το οποίο αποτυπώνεται γραφικά στο 

Σχήµα 6α και αποτελείται από συγκεκριµένα σηµεία. Στο σχήµα αυτό παρουσιάζονται τρεις 

διαφορετικοί τρόποι διαχωρισµού αυτών των σηµείων σε συστάδες. Συγκεκριµένα τα σηµεία 

αυτά έχουν διαχωριστεί σε δύο, τέσσερις και έξι συστάδες (Σχήµατα 6β, 6γ, 6δ). Είναι 



42  

φανερό ότι ο καθορισµός του πλήθους των συστάδων δεν αποτελεί εύκολη διαδικασία και 

εξαρτάται από τη φύση των δεδοµένων που διαθέτουµε, το είδος του προβλήµατος, το πεδίο 

εφαρµογής του, καθώς και τα επιθυµητά αποτελέσµατα. 

 

Η συσταδοποίηση µπορεί να θεωρηθεί σαν ένα είδος κατηγοριοποίησης χωρίς όµως να είναι 

γνωστές εκ των προτέρων οι κλάσεις (συστάδες) κατηγοριοποίησης και συχνά αναφέρεται  

ως «µη επιβλεπόµενη κατηγοριοποίηση». 

 

Η µέθοδος της συσταδοποίησης έχει µεγάλες εφαρµογές σε ένα ευρύ φάσµα επιστηµονικών 

πεδίων, όπως είναι η Βιολογία, η Ψυχολογία, η Μετεωρολογία και η Οικονοµία. Για 

παράδειγµα: 

• Βιολογία    
 

Οι βιολόγοι έχουν εφαρµόσει τεχνικές συσταδοποίησης για την ανάλυση µεγάλης 

ποσότητας γενετικού υλικού, όπως είναι για παράδειγµα η εύρεση οµάδων γονιδίων 

µε παρόµοιες λειτουργίες ή η ιεραρχική κατηγοριοποίηση των ζωντανών 

οργανισµών. 

• Ψυχολογία    
 

Μια ασθένεια παρουσιάζεται συχνά µε διαφορετικές µορφές και η συσταδοποίηση 

µπορεί να χρησιµοποιηθεί για τον προσδιορισµό αυτών των µορφών, όπως είναι για 

παράδειγµα η κατάθλιψη. 

• Μετεωρολογία    
 

Η συσταδοποίηση έχει εφαρµοστεί µε µεγάλη επιτυχία για την εύρεση προτύπων 

στην ατµόσφαιρα και τους ωκεανούς µε σκοπό την κατανόηση και την πρόβλεψη 

των κλιµατικών αλλαγών στον πλανήτη. 

• Οικονοµία    
 

Οι επιχειρήσεις συλλέγουν τεράστιες ποσότητες δεδοµένων που αφορούν ενεργούς 

πελάτες τους. Η συσταδοποίηση χρησιµοποιείται για τον διαχωρισµό των πελατών 

σε µικρές υπο-οµάδες αγοραστών µε παρόµοιες καταναλωτικές συνήθειες και 

αγοραστικές προτιµήσεις. 
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Μέθοδοι Συσταδοποίησης 
 

Μεγάλο πλήθος µεθόδων έχουν χρησιµοποιηθεί στην Ανάλυση Συσταδοποίησης, καθεµιά µε 

τα δικά της πλεονεκτήµατα και µειονεκτήµατα. Γενικά, διακρίνονται τρεις βασικές µέθοδοι 

συσταδοποίησης (Han, Pei, & Kamber, 2011): ∆ιαχωρισµού (partitioning), ιεραρχικές 

(hierarchical) και µέθοδοι βασισµένες στην πυκνότητα (density-based). 

 

• Μέθοδοι ∆ιαχωρισµού    
 

Αφορούν στον απλό διαχωρισµό ενός συνόλου δεδοµένων σε µη επικαλυπτόµενα 

υποσύνολα (συστάδες) έτσι ώστε κάθε αντικείµενο να περιέχεται ακριβώς σε µια 

συστάδα (Σχήµα 7). Συγκεκριµένα, n αντικείµενα διαχωρίζονται σε k οµάδες (k≤n) 

και κάθε οµάδα περιέχει ένα τουλάχιστον αντικείµενο. Σηµαντική παράµετρο στις 

µεθόδους διαχωρισµού αποτελεί ο αριθµός k των υπό σύσταση οµάδων, ο οποίος 

είναι γνωστός εκ των προτέρων. 

 
Σχήµα 7: Συσταδοποίηση δεδοµένων σε 3 οµάδες 

 
• Ιεραρχικές Μέθοδοι    

 

Σε αυτές τις µεθόδους δηµιουργείται µια ιεραρχική δοµή από συστάδες, όπως είναι 

για παράδειγµα οργανωµένα τα αρχεία και οι φάκελοι στον σκληρό δίσκο κάποιου 

ηλεκτρονικού υπολογιστή (Jain & Dubes, 1988). ∆ιακρίνονται σε: 
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o ∆ιαµεριστικές (Divisive) 

Σύµφωνα µε αυτή τη µέθοδο όλες οι παρατηρήσεις τοποθετούνται αρχικά σε 

µια συστάδα, στη συνέχεια γίνεται διαχωρισµός της συστάδας σε δύο 

συστάδες, και η διαδικασία συνεχίζεται µέχρι κάθε συστάδα να αποτελείται 

από µια µόνο παρατήρηση. Σε αυτή τη µέθοδο είναι απαραίτητο να 

καθοριστεί το κριτήριο επιλογής της συστάδας που θα διαχωριστεί, καθώς και 

ο τρόπος διαχωρισµού της. 

Ένας από τους πιο αντιπροσωπευτικούς και ευρύτατα χρησιµοποιούµενους 

αλγόριθµους διαχωρισµού είναι αυτός των k-µέσων (MacKay, 2003). 

Σύµφωνα µε αυτή τη µέθοδο, αρχικά επιλέγονται τυχαία k σηµεία τα οποία 

αντιπροσωπεύουν τα κέντρα βάρους των συστάδων. Η παράµετρος k ορίζεται 

συνήθως από τον χρήστη και είναι ο αριθµός των επιθυµητών οµάδων. 

Καθένα από τα υπόλοιπα σηµεία τοποθετείται στη συστάδα για την οποία 

γίνεται ελάχιστη η Ευκλείδεια απόσταση µε το κέντρο βάρους των συστάδων. 

Στη συνέχεια, και για κάθε συστάδα, υπολογίζεται το νέο κέντρο βάρους και η 

διαδικασία επαναλαµβάνεται έως ότου οι συστάδες να παραµείνουν 

αµετάβλητες, δηλαδή τα κέντρα βάρους των συστάδων να είναι σταθερά. Αν 

και πρόκειται για µια απλή και αρκετά αποτελεσµατική µέθοδο, πολλές φορές 

δεν είναι κατάλληλη για όλα τα είδη των δεδοµένων (αφού η έννοια του 

κέντρου βάρους υφίσταται µόνο για ποσοτικά δεδοµένα), ενώ επηρεάζεται και 

από την ύπαρξη ακραίων τιµών (Roiger & Geatz, 2003). 

o Συσσωρευτικές (Agglomerative) 
 

 

 

 

Σχήµα 8: Συσσωρευτική ιεραρχική συσταδοποίηση 
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Σύµφωνα µε αυτή τη µέθοδο, κάθε παρατήρηση τοποθετείται σε µια µοναδική 

συστάδα. Στη συνέχεια, ενώνονται οι δύο συστάδες µε την ελάχιστη µεταξύ 

τους απόσταση και η διαδικασία συνεχίζεται µέχρι να δηµιουργηθεί µια µόνο 

συστάδα, η οποία να περιέχει όλες τις παρατηρήσεις (Σχήµα 8). Σε αυτή τη 

µέθοδο είναι απαραίτητο να οριστεί ο τρόπος υπολογισµού της απόστασης 

µεταξύ των συστάδων. 

• Μέθοδοι Βασισµένες στην Πυκνότητα    
 

Σύµφωνα µε αυτές τις µεθόδους, κάθε συστάδα θεωρείται ως σφαιρική µε ακτίνα r 

και εκτιµάται η πυκνότητα για ένα συγκεκριµένο σηµείο του συνόλου δεδοµένων η 

οποία αντιστοιχεί στο πλήθος των περιεχόµενων σηµείων εντός µιας µεταβλητής 

ακτίνας. Αυτές οι µέθοδοι θεωρούνται κατάλληλες για την εύρεση οριακών σηµείων 

ή σηµείων θορύβου (Han, Pei, & Kamber, 2011). 

 

Γενικά, η αποτελεσµατικότητα µιας µεθόδου συσταδοποίησης εξαρτάται από πολλούς 

παράγοντες µε βασικότερους τους εξής (Tan, Steinbach, & Kumar, 2013): 

• Τον τρόπο καθορισµού του σωστού πλήθους συστάδων. 

• Την ύπαρξη ακραίων τιµών και θορύβου στα δεδοµένα. 

• Τη διάσταση των δεδοµένων. 

• Τον τρόπο καθορισµού της οµοιότητας εντός µιας συστάδας, ο οποίος εξαρτάται 

κυρίως από τον τύπο των δεδοµένων. Γνωστά µέτρα οµοιότητας που 

χρησιµοποιούνται είναι η Ευκλείδεια απόσταση, η απόσταση Manhattan και η 

µετρική Minkowski. 
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2.3.4 Κανόνες Συσχέτισης (Association Rules) 
 

Η Ανάλυση Κανόνων Συσχέτισης ασχολείται µε την εύρεση ενδιαφερουσών σχέσεων µεταξύ 

κάποιων χαρακτηριστικών ενός συνόλου δεδοµένων (Gorunescu, 2011). Συνήθως, ένας 

κανόνας συσχέτισης εκφράζεται στη µορφή: 

 

Α ⇒ Β 

 
Τα Α, Β είναι σύνολα συνθηκών (λογικές εκφράσεις) που ικανοποιούν κάποια 

χαρακτηριστικά του συνόλου δεδοµένων. Το Α χαρακτηρίζεται ως υπόθεση και το Β ως 

συµπέρασµα. Στην περίπτωση που το Β αναφέρεται στη µεταβλητή απόφασης (output 

variable) οι κανόνες συσχέτισης χαρακτηρίζονται ως κανόνες κατηγοριοποίησης. Γενικά, οι 

κανόνες συσχέτισης για ένα σύνολο δεδοµένων δεν χρησιµοποιούνται όλοι µαζί ως ένα 

ενιαίο σύνολο κανόνων, απλά εκφράζουν συσχετίσεις µεταξύ των χαρακτηριστικών των 

δεδοµένων και προβλέψεις µεταξύ µεταβλητών (Aggarwal & Yu, 1999). 

Η αποτελεσµατικότητα ενός κανόνα συσχέτισης καθορίζεται κυρίως από δύο µετρικές (Zaki, 

Meira, & Meira, 2014): 

• Την υποστήριξη (support ή coverage), η οποία αντιστοιχεί στην πιθανότητα να 

πραγµατοποιούνται συγχρόνως τα Α, Β, δηλαδή: 

support = P(AB) 
 

• Την εµπιστοσύνη (confidence ή accuracy), η οποία αντιστοιχεί στη δεσµευµένη 

πιθανότητα πραγµατοποίησης του Β δεδοµένου του Α (δηλαδή το ποσοστό των 

περιπτώσεων που προβλέπονται σωστά), δηλαδή: 

confidence = P(B | A) = 
P( AB)

 
P( A) 

 

Συνήθως καθορίζεται ένα ελάχιστο όριο υποστήριξης minsup (minimum support threshold) 

και ένα ελάχιστο όριο εµπιστοσύνης minconf (minimum confidence threshold), δηλαδή: 

support ≥ minsup 

confidence ≥ minconf 

Οι κανόνες συσχέτισης που ικανοποιούν αυτές τις συνθήκες ταυτόχρονα χαρακτηρίζονται ως 

δυνατοί (Han, Pei, & Kamber, 2011). ∆ηµοφιλείς αλγόριθµοι για την ανακάλυψη κανόνων 

συσχέτισης είναι ο Apriori (Agrawal & Srikant, 1994) και ο JRip (Cohen, 1995). 
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2.3.5 Ανάλυση Εξαιρέσεων 
 

Η Ανάλυση Εξαιρέσεων ασχολείται µε την εύρεση ακραίων περιπτώσεων, ανωµαλιών και 

παρεκκλίσεων στα δεδοµένα ενός συνόλου. Στο Σχήµα 9 παρουσιάζεται ένα διάγραµµα 

διασποράς (scatter plot) που αφορά σε κάποιο σύνολο δεδοµένων, στο οποίο σηµειώνονται 

µε διαφορετικό χρώµα (κόκκινο και µαύρο) οι ακραίες τιµές που εµφανίζονται σε αυτό. 

 

Σχήµα 9: ∆ιάγραµµα διασποράς για τον εντοπισµό ανωµαλιών σε δείγµα δεδοµένων 

 
Οι σηµαντικότερες τεχνικές που χρησιµοποιεί η Ανάλυση Εξαιρέσεων είναι (Gorunescu, 

2011): 

• Γραφικές µέθοδοι, όπως είναι τα διαγράµµατα διασποράς και τα θηκογράµµατα. 

• Στατιστικές µέθοδοι, οι οποίες εντοπίζουν αφύσικες παρατηρήσεις χρησιµοποιώντας 

διαφορετικά στατιστικά τεστ. 

• Μέθοδοι βασισµένες σε µετρήσεις αποστάσεων, µε βασικότερες αυτές της 

Συσταδοποίησης και της µεθόδου του κοντινότερου γείτονα. 

• Μέθοδοι βασισµένες σε µοντέλα. 

 
Σηµαντικές εφαρµογές της Ανάλυσης Εξαιρέσεων είναι: 

 

• Ο εντοπισµός απάτης σχετικά µε πιστωτικές κάρτες µε βάση το προφίλ των 

χρηστών 

• Ο εντοπισµός εισβολής σε κάποιο σύστηµα ασφαλείας 

• Αποτροπή επίθεσης από ιούς 

• Πρόβλεψη σφαλµάτων σε πληροφοριακά συστήµατα 
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3 Μηχανική Μάθηση 

 

Για την επίλυση ενός προβλήµατος µε τη χρήση υπολογιστή χρειαζόµαστε έναν αλγόριθµο, 

µια πεπερασµένη αλληλουχία βηµάτων τα οποία θα πρέπει να εφαρµοστούν προκειµένου τα 

δεδοµένα εισόδου να µετασχηµατιστούν στην επιθυµητή έξοδο. Ας υποθέσουµε για 

παράδειγµα ότι θέλουµε να διατάξουµε σε αύξουσα σειρά ένα πλήθος αριθµών. Η είσοδος 

του προβλήµατος είναι το σύνολο των αριθµών και η έξοδος είναι η διάταξη αυτών των 

αριθµών σε αύξουσα σειρά. Για την επίλυση του συγκεκριµένου προβλήµατος µπορούν να 

εφαρµοστούν αρκετοί αλγόριθµοι, αλλά ίσως τελικά χρειαζόµαστε τον πιο αποδοτικό 

αλγόριθµο τόσο σε ταχύτητα, όσο και σε κατανάλωση µνήµης. 

Υπάρχουν ωστόσο προβλήµατα, στα οποία δεν είναι διαθέσιµος κάποιος αλγόριθµος, όπως 

για παράδειγµα στην περίπτωση που θέλουµε να διακρίνουµε τις χρεοκοπηµένες από τις µη 

χρεοκοπηµένες επιχειρήσεις. Στην περίπτωση αυτή έχουµε ως είσοδο ένα πλήθος 

επιχειρήσεων και γνωρίζουµε το αποτέλεσµα της εξόδου: χρεοκοπηµένη/µη χρεοκοπηµένη. 

Αυτό που δεν γνωρίζουµε είναι ο τρόπος (αλγόριθµος) σύµφωνα µε τον οποίο τα δεδοµένα 

εισόδου θα µετασχηµατιστούν στην έξοδο. Στην πραγµατικότητα, δεν γνωρίζουµε τον τρόπο 

µε τον οποίο θα χαρακτηρίσουµε µια επιχείρηση ως χρεοκοπηµένη ή µη. 

Με την εξέλιξη στην επιστήµη και τεχνολογία των υπολογιστών, η έλλειψη γνώσης µπορεί 

να αντισταθµιστεί από την ύπαρξη πληθώρας δεδοµένων, δηλαδή πληροφοριών που αφορούν 

καθεµιά επιχείρηση. Η χρήση των υπαρχουσών περιπτώσεων επιχειρήσεων οι οποίες έχουν 

χαρακτηριστεί ως χρεοκοπηµένες µπορεί να βοηθήσει στην απόκτηση νέας γνώσης µε τη 

βοήθεια ηλεκτρονικών υπολογιστών. Αν και δεν είµαστε σε θέση να κατανοήσουµε πλήρως 

τη διεργασία πίσω από αυτό τον µετασχηµατισµό, µπορούµε να καταλήξουµε συχνά σε µια 

πολύ ακριβή και χρήσιµη προσέγγιση εντοπίζοντας συγκεκριµένα πρότυπα. Αυτό 

χαρακτηρίζει τελικά αυτό που αναφέρεται ως Μηχανική Μάθηση (Alpaydin, 2009). 

Για τον προσδιορισµό του όρου «Μηχανική Μάθηση» έχουν δοθεί αρκετοί ορισµοί, όπως για 

παράδειγµα: 

«Μηχανική Μάθηση είναι η µελέτη υπολογιστικών µεθόδων για την απόκτηση νέας 

γνώσης, νέων δεξιοτήτων και νέων τρόπων οργάνωσης της υπάρχουσας γνώσης» 

(Carbonell & Gil, 1987). 
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«Ένα πρόγραµµα υπολογιστή θεωρείται ότι µαθαίνει από την εµπειρία Ε ως προς 

κάποια κλάση εργασιών Τ και µέτρο απόδοσης P, αν η απόδοσή του σε εργασίες 

από το Τ, όπως µετριέται από το P, βελτιώνεται µέσω της εµπειρίας E» (Mitchell, 

1997). 

 

«Κάτι µαθαίνει όταν αλλάζει τη συµπεριφορά του κατά τέτοιο τρόπο ώστε να 

αποδίδει καλύτερα στο µέλλον» (Witten, Frank, Hall, & Pal, 2016). 

 

Η Μηχανική Μάθηση δεν είναι ένα απλό πρόβληµα διαχείρισης µεγάλου όγκου δεδοµένων. 

Αποτελεί µέρος της Τεχνητής Νοηµοσύνης. Για να είναι νοήµων ένα σύστηµα, θα πρέπει να 

έχει την ικανότητα να µαθαίνει µέσα σε ένα διαρκώς µεταβαλλόµενο περιβάλλον. Εάν το 

σύστηµα έχει την ικανότητα να µαθαίνει και να προσαρµόζεται σε αυτές τις µεταβολές, τότε 

ο σχεδιαστής του συστήµατος δεν χρειάζεται να προβλέπει και να παρέχει λύσεις για όλες τις 

πιθανές καταστάσεις. 

 

Σύµφωνα µε τα παραπάνω, η Μηχανική Μάθηση είναι η εκτέλεση ενός προγράµµατος µε τη 

χρήση υπολογιστή µε σκοπό τη µεγιστοποίηση των παραµέτρων ενός µοντέλου 

χρησιµοποιώντας δεδοµένα εκπαίδευσης ή προηγούµενη εµπειρία (Alpaydin, 2009). Το 

µοντέλο µπορεί να χρησιµοποιηθεί για πρόβλεψη στο µέλλον ή/και για περιγραφή των 

δεδοµένων του προβλήµατος. Ο ρόλος της επιστήµης της Πληροφορικής στη Μηχανική 

Μάθηση είναι διττός: 

• Κατά τη διάρκεια της εκπαίδευσης, χρειάζονται αποτελεσµατικοί αλγόριθµοι για  

την µεγιστοποίηση των παραµέτρων που σχετίζονται µε το πρόβληµα, καθώς και η 

απαραίτητη τεχνολογία για την αποθήκευση και επεξεργασία µεγάλου όγκου 

δεδοµένων. 

• Το µοντέλο θα πρέπει να είναι αρκετά αποτελεσµατικό όσον αφορά την ακρίβεια 

και τον χρόνο της πρόβλεψης. 

 
Η Μηχανική Μάθηση διαχωρίζεται ανάλογα µε το είδος των δεδοµένων του συνόλου 

εκπαίδευσης (ετικετοποιηµένα ή/και µη ετικετοποιηµένα) στις παρακάτω τέσσερις 

κατηγορίες (Σχήµα 10): 

• Επιβλεπόµενη Μάθηση 

• Μη Επιβλεπόµενη Μάθηση 
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Ενεργή 

Ηµι-επιβλεπόµενη 

Μάθηση από 

ετικετοποιηµένα και 

µη δεδοµένα 

Μηχανική Μάθηση 

  

Μάθηση από 

ετικετοποιηµένα 

δεδοµένα 

  

Επιβλεπόµενη 

Μάθηση από µη 

ετικετοποιηµένα 

δεδοµένα 

  

Μη επιβλεπόµενη 

 

• Ηµι-επιβλεπόµενη Μάθηση 

• Ενεργή Μηχανική Μάθηση 
 

 
 

 

 

 

 

 

 

Σχήµα 10: Είδη Μηχανικής Μάθησης 
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3.1 Επιβλεπόµενη Μάθηση 

 
Στην Επιβλεπόµενη Μάθηση (Supervised Learning) ή Μάθηση µε Παραδείγµατα (Learning 

from Examples) το σύστηµα µάθησης λαµβάνει ένα σύνολο από δεδοµένα εκπαίδευσης 

(training data), τα οποία αποτελούνται από ζεύγη της µορφής (xi, yi), i=1,2,…,n. Κάθε ζεύγος 

αποτελείται από ένα διάνυσµα τιµών xi των χαρακτηριστικών εισόδου και την αντίστοιχη 

τιµή για την µεταβλητή απόφασης yi (Zhu & Goldberg, 2009). Με βάση αυτά τα δεδοµένα 

εκπαίδευσης δηµιουργείται ένα µοντέλο κατηγοριοποίησης µε σκοπό την πρόβλεψη της 

τιµής της µεταβλητής απόφασης y σε µελλοντικά δεδοµένα x. Εποµένως, η δηµιουργία του 

µοντέλου είναι επαγωγική (inductive), ενώ η εφαρµογή του στην πρόβλεψη των τιµών νέων 

περιπτώσεων είναι συµπερασµατική (deductive) (Tan, Steinbach, & Kumar, 2013). 

Ανάλογα µε τη µεταβλητή απόφασης y, τα προβλήµατα επιβλεπόµενης µάθησης 

διαχωρίζεται σε προβλήµατα κατηγοριοποίησης (η µεταβλητή y παίρνει διακριτές τιµές) και 

προβλήµατα παλινδρόµησης (η µεταβλητή y παίρνει συνεχείς τιµές µέσα σε κάποιο διάστηµα 

πραγµατικών αριθµών). Με βάση τα προαναφερόµενα, η κατηγοριοποίηση και η 

παλινδρόµηση ορίζονται ως εξής: 

 

Κατηγοριοποίηση είναι το πρόβληµα επιβλεπόµενης µάθησης µε διακριτές κλάσεις y. 

Παλινδρόµηση είναι το πρόβληµα επιβλεπόµενης µάθησης µε συνεχείς κλάσεις y. 

Η εκτίµηση της αποτελεσµατικότητας-ακρίβειας του µοντέλου σε ένα πρόβληµα 

επιβλεπόµενης µάθησης γίνεται χρησιµοποιώντας ένα ξεχωριστό σύνολο δεδοµένων, το 

οποίο ονοµάζεται δείγµα ελέγχου (test set). Για το δείγµα ελέγχου είναι γνωστή η 

κατηγοριοποίηση των περιπτώσεων που περιέχει, όµως δεν χρησιµοποιείται κατά τη διάρκεια 

της εκπαίδευσης. Έτσι, η ορθότητα της κατηγοριοποίησης των περιπτώσεων του δείγµατος 

ελέγχου αποτελεί µια καλή εκτίµηση για την αποτελεσµατικότητα του µοντέλου. Η 

διαδικασία της επιβλεπόµενης µηχανικής µάθησης φαίνεται στο επόµενο Σχήµα 11 

(Kotsiantis, Zaharakis, & Pintelas, 2007). Σύµφωνα µε το σχήµα, το πρόβληµα της 

επιβλεπόµενης Μηχανικής Μάθησης αποτελείται από τα εξής βήµατα: 

• Καθορισµός του προβλήµατος. 

• Αναγνώριση των δεδοµένων του προβλήµατος. 

• Προ-επεξεργασία των δεδοµένων. 
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• Καθορισµός του συνόλου εκπαίδευσης (ένα σύνολο από εγγραφές των οποίων οι 

κλάσεις είναι γνωστές). 

• Επιλογή του κατάλληλου ταξινοµητή (classifier). 

• Εκπαίδευση του ταξινοµητή µε τη χρήση των δεδοµένων του συνόλου εκπαίδευσης 

για την κατασκευή ενός µοντέλου κατηγοριοποίησης. 

• Αξιολόγηση των αποτελεσµάτων στο σύνολο ελέγχου. 
 

 

 
Σχήµα 11: ∆ιαδικασία επιβλεπόµενης µηχανικής µάθησης 
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Χαρακτηριστικές µέθοδοι επιβλεπόµενης µάθησης είναι: 

 
3.1.1 ∆έντρα Αποφάσεων 

 
Τα δένδρα αποφάσεων (Decision Trees) αποτελούν µία από τις πιο σηµαντικές και 

διαδεδοµένες µεθόδους για την κατηγοριοποίηση δεδοµένων, στην οποία επιχειρείται η 

προσέγγιση µιας τιµής µιας κατηγορικής συνάρτησης απόφασης ακολουθώντας την τεχνική 

του «διαίρει και βασίλευε» (Roiger & Geatz, 2003). Ένα δέντρο απόφασης είναι µία γραφική 

απεικόνιση όλων των πιθανών διαδροµών που οδηγούν στο τελικό αποτέλεσµα (Σχήµα 12). 

 

 

 
 

 

 

 
Σχήµα 12: ∆έντρο απόφασης για εκπαιδευτικά δεδοµένα 

 
 

Ένα δένδρο απόφασης έχει τους εξής τύπους κόµβων (Tan, Steinbach, & Kumar, 2013): 
 

• Τον αρχικό κόµβο (ρίζα), ο οποίος δεν έχει εισερχόµενες ακµές. 

• Τους εσωτερικούς κόµβους, οι οποίοι αντιστοιχούν σε µια µεταβλητή που 

χρησιµοποιείται για περαιτέρω διαχωρισµό του δένδρου. Στις εξερχόµενες ακµές 

από τον αρχικό ή κάθε εσωτερικό κόµβο, αντιστοιχεί µία συνθήκη ελέγχου µε βάση 

την τιµή της µεταβλητής. 

• Τους εξωτερικούς κόµβους (φύλλα), οι οποίοι αντιστοιχούν στα αποτελέσµατα. 
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3.1.2 Νευρωνικά ∆ίκτυα 
 

Τα Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks) αποτελούν µία χαρακτηριστική 

µέθοδο µοντελοποίησης σύνθετων προβληµάτων πρόβλεψης που αφορούν µεγάλο αριθµό 

εξαρτηµένων µεταβλητών και µοντελοποιούνται σύµφωνα µε τις λειτουργίες του  

ανθρώπινου εγκεφάλου (Gorunescu, 2011). Ο ανθρώπινος εγκέφαλος αποτελείται από 

µεγάλο πλήθος µονάδων επεξεργασίας (περίπου 10
11

), οι οποίες ονοµάζονται νευρώνες και 

λειτουργούν παράλληλα, ενώ κάθε νευρώνας διασυνδέεται µε περίπου 10
4
 άλλους νευρώνες. 

Ένα νευρωνικό δίκτυο (Σχήµα 13) αποτελείται από τρείς βασικές κατηγορίες νευρώνων: 
 

• Τους νευρώνες εισόδου (input neurons), οι οποίοι δέχονται τις πληροφορίες που θα 

υποστούν επεξεργασία 

• Τους νευρώνες εξόδου (output neurons), στους οποίους καταλήγουν τα αποτελέσµατα 

της παραπάνω επεξεργασίας. 

• Τους ενδιάµεσους νευρώνες, οι οποίοι βρίσκονται µεταξύ των νευρώνων εισόδου και 

εξόδου και οι οποίοι ονοµάζονται κρυφοί νευρώνες (hidden neurons). Το πλήθος των 

κρυφών νευρώνων καθορίζονται από τον χρήστη, όπως επίσης και το πλήθος των 

κόµβων τους. 

 

 
Σχήµα 13: Παράδειγµα νευρωνικού δικτύου 
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3.1.3 Αλγόριθµος Bayes (Στατιστικής Κατηγοριοποίησης) 

 
Αποτελεί µια απλή, γρήγορη και αρκετά αποτελεσµατική µέθοδο ταξινόµησης η οποία 

χρησιµοποιεί πιθανοτικά µοντέλα τα οποία στηρίζονται στο θεώρηµα του Bayes (Hanson, 

Stutz, & Cheeseman, 1991) σύµφωνα µε το οποίο ισχύει ότι: 

 

P( A | B) = 
P( A) P(B | A) 

P(B) 

 

Όπου : 
 

o P(Α|Β) η δεσµευµένη πιθανότητα (a-posteriori probability) του ενδεχοµένου Α, 

δεδοµένου του ενδεχοµένου Β. 

o P(Α) είναι η πιθανότητα πραγµατοποίησης του ενδεχοµένου Α και είναι γνωστή ως «εκ 

των προτέρων πιθανότητα του Α» (a-priori probability). 

o P(Β|Α) είναι η δεσµευµένη πιθανότητα του ενδεχοµένου Β, δεδοµένου του Α. Η 

πιθανότητα αυτή είναι δυνατόν να υπολογιστεί από τη γνώση που διαθέτουµε για το 

συγκεκριµένο πρόβληµα. 

o P(Β) είναι η πιθανότητα πραγµατοποίησης του ενδεχοµένου Β. 

 
Ο κατηγοριοποιητής Bayes χρησιµοποιείται για την εκτίµηση της πιθανότητας ενός 

στιγµιότυπου να ανήκει σε µια από τις προκαθορισµένες κλάσεις υπό την υπόθεση ότι τα 

χαρακτηριστικά είναι µεταξύ τους ανεξάρτητα. Η υπόθεση της ανεξαρτησίας των 

χαρακτηριστικών δεν ισχύει πάντοτε, όµως απλοποιεί κατά πολύ τους υπολογισµούς 

οδηγώντας σε καλή εκτίµηση της πιθανότητας χωρίς να απαιτεί µεγάλο σύνολο εκπαίδευσης. 

 

3.1.4 Μηχανές ∆ιανυσµάτων Υποστήριξης 
 

Η χρήση αλγορίθµων βασισµένων στις Μηχανές ∆ιανυσµάτων Υποστήριξης (Support Vector 

Machines) αποτελεί µια ευρέως χρησιµοποιούµενη µέθοδο κατηγοριοποίησης, η οποία είναι 

κατάλληλη για δεδοµένα πολλών διαστάσεων, ενώ µπορεί να χρησιµοποιηθεί και για 

κατηγορικές µεταβλητές (Cortes & Vapnik, 1995). Σύµφωνα µε αυτή, επιλέγεται ένα µικρό 

σύνολο δεδοµένων εκπαίδευσης από κάθε κλάση, τα οποία ονοµάζονται διανύσµατα 

υποστήριξης. Τα διανύσµατα υποστήριξης συνορεύουν µε αυτά άλλων κλάσεων (Σχήµα 14) 

και χρησιµοποιούνται για την εύρεση ενός υπερ-επιπέδου µε το µεγαλύτερο περιθώριο 

γραµµικού διαχωρισµού τους (Gorunescu, 2011). 
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Σχήµα 14: Παράδειγµα ενός γραµµικά διαχωρίσιµου συνόλου δεδοµένων 

 
3.1.5 Μάθηση Βασισµένη σε Στιγµιότυπα 

 
Οι µέθοδοι µάθησης βασισµένες σε στιγµιότυπα (Instance Based methods) στηρίζονται στην 

οµοιότητα µεταξύ των δεδοµένων, η οποία υπολογίζεται µε τη χρήση κατάλληλης µετρικής. 

Από τους γνωστότερους αλγόριθµους κατηγοριοποίησης βάσει στιγµιότυπων είναι αυτός των 

πλησιέστερων γειτόνων (Aha, 1997), ο οποίος χρησιµοποιείται και για προβλήµατα 

παλινδρόµησης (Altman, 1992). 

Ο αλγόριθµος των k πλησιέστερων γειτόνων (kNN) βρίσκει k στιγµιότυπα στο σύνολο 

εκπαίδευσης τα οποία βρίσκονται πλησιέστερα σε ένα συγκεκριµένο στιγµιότυπο. Στη 

συνέχεια αποδίδει το στιγµιότυπο σε εκείνη την κλάση η οποία υπερέχει µεταξύ των k 

στιγµιότυπων. 

Σηµαντικές παράµετροι οι οποίες καθορίζουν την αποτελεσµατικότητα της µεθόδου 

αποτελούν: 

•••• Το σύνολο των δεδοµένων εκπαίδευσης. 

•••• Η τιµή του k, η οποία αντιστοιχεί στο πλήθος των πλησιέστερων γειτόνων 

(στιγµιότυπων). 

•••• Η µετρική που θα χρησιµοποιηθεί για τον υπολογισµό της απόστασης µεταξύ των 

στιγµιότυπων. 
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Αξίζει να σηµειωθεί ότι η µέθοδος των k πλησιέστερων γειτόνων δύναται να χρησιµοποιηθεί 

για δύσκολα προβλήµατα κατηγοριοποίησης µε κατάλληλη τροποποίηση (Wu & et al.,, 

2008). 
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3.2 Μη-Επιβλεπόµενη Μάθηση 

 
Στην µη-επιβλεπόµενη µάθηση (Unsupervised Learning) το σύστηµα µάθησης χρησιµοποιεί 

δεδοµένα εκπαίδευσης για τα οποία δεν είναι γνωστές οι κλάσεις τους και προσπαθεί να τα 

χειριστεί µε βάση οµοιότητες ή ανοµοιότητες που µπορεί να παρουσιάζουν µεταξύ τους (Zhu 

& Goldberg, 2009). Επειδή δεν υπάρχουν δεδοµένα µε γνωστές κλάσεις είναι δύσκολο να 

γίνει ποσοτική αξιολόγηση της απόδοσης του συστήµατος. Βασικά παραδείγµατα 

προβληµάτων µάθησης χωρίς επίβλεψη αποτελούν: 

 

•••• Η συσταδοποίηση (clustering), στην οποία τα δεδοµένα διαχωρίζονται σε n οµάδες 

(συστάδες). 

•••• Η ελάττωση διαστάσεων (dimensionality reduction), η οποία προσπαθεί να 

αναπαραστήσει κάθε περίπτωση των δεδοµένων εκπαίδευσης µε µικρότερο πλήθος 

χαρακτηριστικών, διατηρώντας όµως παράλληλα τις χαρακτηριστικές ιδιότητες των 

δεδοµένων. 

•••• Ο εντοπισµός καινοτοµιών (novelty detection), στην οποία αναγνωρίζονται κάποιες 

περιπτώσεις (λίγες), οι οποίες διαφέρουν από την πλειοψηφία των περιπτώσεων. 
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3.3 Ηµι-Επιβλεπόµενη Μάθηση 

 
Στην ηµι-επιβλεπόµενη µάθηση (Semi-Supervised Learning), το σύστηµα µάθησης λαµβάνει 

ένα σύνολο δεδοµένων εκπαίδευσης που αποτελείται από µικρό πλήθος δεδοµένων µε 

γνωστές τις κλάσεις τους και µεγάλο πλήθος δεδοµένων χωρίς γνωστές κλάσεις και στη 

συνέχεια παράγει προβλέψεις για νέα δεδοµένα (Zhu & Goldberg, 2009). Συγκεκριµένα, το 

πρόβληµα της ηµι-επιβλεπόµενης µάθησης µπορεί να διατυπωθεί ως εξής: 

 

Έστω ένα σύνολο δεδοµένων εκπαίδευσης, το οποίο αποτελείται από ένα µικρό 

σύνολο δεδοµένων Ld={(x1,y1),(x2,y2),…,(xl,yl)} µε γνωστές τις κλάσεις τους και 

ένα µεγάλο σύνολο δεδοµένων Ud={xl+1,xl+2,…,xl+u} µε άγνωστες κλάσεις, µε 

xi∈R
N
. Ο σκοπός της ηµι-επιβλεπόµενης µάθησης είναι διττός. Αρχικά, θέλουµε 

να δηµιουργήσουµε ένα µοντέλο µάθησης βασισµένο στα δεδοµένα εκπαίδευσης 

και στη συνέχεια να χρησιµοποιήσουµε το µοντέλο για την πρόβλεψη των τιµών 

µελλοντικών δεδοµένων. 

 

Η ηµι-επιβλεπόµενη µάθηση εφαρµόζεται συχνά σε προβλήµατα όπου είναι εύκολη η 

συλλογή δεδοµένων χωρίς να είναι γνωστές οι κλάσεις, ενώ αντίθετα τα δεδοµένα µε 

γνωστές κλάσεις είναι δύσκολο να αποκτηθούν, είτε λόγω διότι απαιτείται πολύς χρόνος, είτε 

λόγου µεγάλου κόστους. ∆ιάφοροι τύποι προβληµάτων όπως η ταξινόµηση, η πρόβλεψη 

τιµής, η ταξινόµηση µε βάση κριτήριο µπορούν να αντιµετωπιστούν ως προβλήµατα ηµι- 

επιβλεπόµενης µάθησης. Πολλές µελέτες έχουν δείξει ότι ο συνδυασµός επιβλεπόµενης και 

µη επιβλεπόµενης µάθησης µπορεί να οδηγήσει στην αξιοποίηση δεδοµένων µε άγνωστες 

κλάσεις για τη δηµιουργία µοντέλων µάθησης µε καλύτερη απόδοση από αυτά που 

δηµιουργούνται µέσω της επιβλεπόµενης µάθησης (Witten, Frank, Hall, & Pal, 2016). 

 

Γνωστές µέθοδοι ηµι-επιβλεπόµενης µάθησης είναι: 
 

• Self-training. 
 

Η µέθοδος self-training θεωρείται από τις πιο απλές και αποτελεσµατικές µεθόδους 

Ηµι-επιβλεπόµενης Μάθησης (Yarowsky, 1995). Η συγκεκριµένη µέθοδος 

βασίζεται στις δικές της προβλέψεις σε µη ετικετοποιηµένα δεδοµένα για να 

εκπαιδευτεί. Αρχικά, ένας ταξινοµητής εκπαιδεύεται σε µικρό πλήθος 

ετικετοποιηµένων δεδοµένων του συνόλου εκπαίδευσης και στη συνέχεια 

χρησιµοποιείται για να προβλέψει τις κλάσεις µη ετικετοποιηµένων δεδοµένων. Οι 
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περισσότερο σίγουρες προβλέψεις προστίθενται στο σύνολο των ετικετοποιηµένων 

δεδοµένων και η διαδικασία επαναλαµβάνεται για συγκεκριµένο πλήθος 

επαναλήψεων (Zhu and Goldberg, 2009). 

• Co-training 
 

Η µέθοδος co-training έχει χρησιµοποιηθεί ευρέως σε πολλά προβλήµατα Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης (Blum & Mitchell, 1998). Η µέθοδος 

στηρίζεται στην υπόθεση ότι κάθε στιγµιότυπο του συνόλου δεδοµένων µπορεί να 

διαχωριστεί σε δύο διακριτά σύνολα χαρακτηριστικών, τα οποία ονοµάζονται πεδία. 

Καθένα από τα πεδία αυτά είναι επαρκές για σωστή κατηγοριοποίηση , ενώ είναι 

µεταξύ τους ανεξάρτητα. Σε αυτή τη βάση, δύο αλγόριθµοι µάθησης εκπαιδεύονται 

ξεχωριστά σε κάθε πεδίο µε βάση τα ετικετοποιηµένα δεδοµένα εκπαίδευσης, οι πιο 

σίγουρες προβλέψεις καθενός στα µη ετικετοποιηµένα δεδοµένα προστίθενται στο 

σύνολο εκπαίδευσης του άλλου και η διαδικασία επαναλαµβάνεται για 

συγκεκριµένο πλήθος επαναλήψεων (Blum & Mitchell, 1998). 

• Tri-training 
 

Η µέθοδος tri-training αποτελεί παραλλαγή της µεθόδου co-training, αλλά δεν 

απαιτεί την ύπαρξη δύο ανεξάρτητων πεδίων χαρακτηριστικών (Zhou & Li, 2005). 

Αντίθετα, στηρίζεται στη µέθοδο εµφωλίασης (bagging) σύµφωνα µε την οποία 

δηµιουργούνται αυτοδύναµα υποσύνολα του αρχικού συνόλου δεδοµένων ίδιου 

µεγέθους µέσω µιας δειγµατοληπτικής επαναληπτικής διαδικασίας (Breiman, 1996). 

Στη συνέχεια χρησιµοποιεί τρεις αλγόριθµους µάθησης οι οποίοι εκπαιδεύονται στα 

υποσύνολα αυτά. Στην ουσία πρόκειται για έναν αλγόριθµο εµφωλίασης τριών 

ταξινοµητών (Hady & Schwenker, 2010). Αν δύο από τους αλγόριθµους συµφωνούν 

στην πρόβλεψη της κλάσης ενός µη ετικετοποιηµένου στιγµιότυπου, τότε αυτό 

χρησιµοποιείται για την εκπαίδευση του τρίτου αλγόριθµου. 

• Democratic Co-training 
 

Αποτελεί µια επίσης παραλλαγή της µεθόδου co-training (Zhou & Goldman, 2004). 

Σε αυτή την µέθοδο, τρεις αλγόριθµοι µάθησης εκπαιδεύονται στο ίδιο σύνολο 

ετικετοποιηµένων δεδοµένων. Αν δύο από τους αλγόριθµους συµφωνούν στην 

πρόβλεψη της κλάσης ενός µη ετικετοποιηµένου στιγµιότυπου, τότε αυτό 

χρησιµοποιείται για την εκπαίδευση του τρίτου αλγόριθµου. 
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• Tri-training with Editing (Deng & Guo, 2006). 

• RASCO (Wang, Luo, & Zeng, 2008). 

• Rel-RASCO (Yaslan & Cataltepe, 2009). 

Οι µέθοδοι αυτές αποτελούν επίσης τροποποιήσεις της µεθόδου co-training και 

έχουν εφαρµοστεί µε επιτυχία για την επίλυση προβληµάτων κατηγοριοποίησης 

Ηµι-επιβλεπόµενης Μηχανικής Μάθησης. 
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3.4 Ενεργή Μηχανική Μάθηση 

 
Όπως και στην ηµι-επιβλεπόµενη µάθηση, έτσι και στην Ενεργή Μηχανική Μάθηση (Active 

Learning), το σύστηµα µάθησης λαµβάνει ένα σύνολο δεδοµένων εκπαίδευσης που 

αποτελείται από µικρό πλήθος δεδοµένων µε γνωστές τις κλάσεις τους και µεγάλο πλήθος 

δεδοµένων χωρίς γνωστές κλάσεις και στη συνέχεια παράγει προβλέψεις για νέα δεδοµένα. 

Σε αυτή την περίπτωση, το µοντέλο επιλέγει µε προσοχή εκείνες τις περιπτώσεις για τις 

οποίες είναι περισσότερο αβέβαιο να προβλέψει την τιµή της µεταβλητής απόφασης 

(ετικέτα) και στη συνέχεια θέτει ερωτήµατα και ζητά από έναν ειδικό (σύστηµα ή άνθρωπο) 

τις ετικέτες αυτών των περιπτώσεων (Dasgupta, 2011). Το βασικό σηµείο της ενεργής 

µηχανικής µάθησης είναι η δηµιουργία ενός ταξινοµητή υψηλής ακρίβειας χωρίς να γίνουν 

πάρα πολλά ερωτήµατα χρησιµοποιώντας ένα µικρό σύνολο δεδοµένων εκπαίδευσης. 
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4 Πειραµατική Μελέτη-Αποτελέσµατα 

 

Στο κεφάλαιο αυτό παρουσιάζονται τα πειράµατα που πραγµατοποιήθηκαν στην παρούσα 

εργασία, καθώς και τα αντίστοιχα αποτελέσµατα. Όπως προαναφέρθηκε, ο σκοπός της 

εργασίας είναι η διερεύνηση της αποτελεσµατικότητας διαφόρων µεθόδων µηχανικής 

µάθησης για την πρόβλεψη της χρεοκοπίας επιχειρήσεων χρησιµοποιώντας οικονοµικά 

στοιχεία (χρηµατοοικονοµικούς δείκτες) παρελθόντων ετών που αφορούν ένα δείγµα 

ελληνικών επιχειρήσεων. Συγκεκριµένα, θέλουµε να συγκρίνουµε την αποτελεσµατικότητα 

διαφόρων µεθόδων ηµι-επιβλεπόµενης και ενεργής µηχανικής µάθησης σε σχέση µε τις 

αντίστοιχες µεθόδους επιβλεπόµενης µάθησης. Για το σκοπό αυτό, η πειραµατική µελέτη 

αποτελείται από τρία µέρη, καθένα από τα οποία αντιστοιχεί στην εφαρµογή των 

αντίστοιχων µεθόδων. 

 
4.1 Το ∆είγµα και οι Μεταβλητές 

 
Το σύνολο των δεδοµένων που χρησιµοποιήθηκε στη συγκεκριµένη µελέτη προέρχεται από 

την Εθνική Τράπεζα της Ελλάδος. Για ένα χρονικό διάστηµα τριών ετών (2003-2005) 

συγκεντρώθηκαν οικονοµικά στοιχεία που αφορούσαν 145 Ελληνικές µικροµεσαίες 

επιχειρήσεις και τα οποία καλύπτουν τις περιόδους ενός έως τριών ετών πριν από την 

πτώχευση. Από αυτές τις επιχειρήσεις, 49 αντιστοιχούν σε περιπτώσεις πτώχευσης, ενώ οι 

υπόλοιπες 96 αντιστοιχούν σε περιπτώσεις µη πτώχευσης. Έτσι, δηµιουργήθηκαν τρία 

σύνολα δεδοµένων, ένα για κάθε έτος, αποτελούµενα αθροιστικά από 435 περιπτώσεις 

(Πίνακας 3). 

Πίνακας 3: Περιγραφή των Συνόλων ∆εδοµένων 

 
 

Σύνολο Περιγραφή 

Year -1 ∆εδοµένα που συγκεντρώθηκαν 1 έτος πριν την χρεοκοπία 

Year -2 ∆εδοµένα που συγκεντρώθηκαν 2 έτη πριν την χρεοκοπία 

Year -3 ∆εδοµένα που συγκεντρώθηκαν 3 έτη πριν την χρεοκοπία 

 
Κάθε περίπτωση (στιγµιότυπο) του συνόλου δεδοµένων χαρακτηρίζεται από τις τιµές 

δεκατριών ποσοτικών µεταβλητών (Πίνακας 4) και αντιστοιχεί σε µια µεµονωµένη 

επιχείρηση. Οι χρησιµοποιούµενες µεταβλητές εισόδου αντιστοιχούν σε γνωστούς 
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χρηµατοοικονοµικούς δείκτες, οι οποίοι περιγράφουν τη ρευστότητα, την αποδοτικότητα, 

την ανάπτυξη, την κερδοφορία και τη δανειοληπτική ικανότητα µιας επιχείρησης (Groppelli 

& Nikbakht, 2000). 

 
Πίνακας 4: Περιγραφή των µεταβλητών 

 
 

Μεταβλητή Περιγραφή 

GRTA Ρυθµός αύξησης των συνολικών περιουσιακών στοιχείων 

GRNI Ρυθµός αύξησης των καθαρών εσόδων 

SIZE Μέγεθος της επιχείρησης 

GIMAR Ακαθάριστα έσοδα προς πωλήσεις 

S/CE Πωλήσεις προς απασχολούµενα κεφάλαια 

S/EQ Πωλήσεις προς ίδια κεφάλαια µετόχων 

CE/NFA 
Απασχολούµενα κεφάλαια προς καθαρά πάγια στοιχεία του 

ενεργητικού 

TD/EQ Συνολικό χρέος προς ίδια κεφάλαια µετόχων 

EQ/CE Ίδια κεφάλαια προς το απασχολούµενο κεφάλαιο 

WC/TA Κεφάλαιο κίνησης προς το συνολικό ενεργητικό 

COLPER Μέση περίοδος είσπραξης των απαιτήσεων 

PAYPER 
Μέση περίοδος πληρωµής των πληρωτέων λογαριασµών προς 

τους πιστωτές 

INVTURN 
∆είκτης ανακύκλωσης αποθεµάτων: Μέση περίοδος του 

κύκλου εργασιών για τα αποθέµατα 

 
Ο πίνακας 5 παρουσιάζει την κατανοµή των 49 χρεοκοπηµένων επιχειρήσεων στους 

αντίστοιχους βιοµηχανικούς κλάδους. 

 

Στο Σχήµα 15 παρουσιάζεται ένα µέρος του συνόλου δεδοµένων ‘Year -1’ σε µορφή arff. Σε 

αυτό διακρίνονται οι προαναφερόµενοι χρηµατοοικονοµικοί δείκτες (attributes), η δυαδική 

µεταβλητή απόφασης ‘Final’ µε τιµές {Bankrupt, Non-Bankrupt}, καθώς και πέντε 

περιπτώσεις µε τις αντίστοιχες τιµές των µεταβλητών (χρηµατοοικονοµικοί δείκτες). 
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Πίνακας 5: Κατανοµή των χρεοκοπηµένων επιχειρήσεων 

 
 

Βιοµηχανικός κλάδος Πλήθος επιχειρήσεων 

Χονδρικό εµπόριο 6 

Εκδόσεις και εκτυπώσεις 1 

Πληροφορική 1 

∆ιαφήµιση 3 

Πλαστικά 1 

Ενδύµατα 4 

Βιοµηχανικά ορυκτά 1 

Μηχανήµατα 2 

Τρόφιµα 2 

Κλωστοϋφαντουργία 4 

Ιδιωτική εκπαίδευση 1 

Super Market 1 

Λιανικό εµπόριο 10 

Μεταφορές 1 

Κατασκευές 2 

Γεωργία και κτηνοτροφία 1 

Ηλεκτρολογικός εξοπλισµός 1 

Υπηρεσίες υγείας 1 

Εστιατόρια 1 

Μεταλλικά προϊόντα 1 

Εµπόριο και συντήρηση οχηµάτων 1 

Logistics 1 

Τηλεπικοινωνίες 1 

Άλλες υπηρεσίες 1 
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Σχήµα 15: Αρχείο δεδοµένων ‘Year -1’ σε µορφή arff 
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4.2 Ηµι-επιβλεπόµενη Μάθηση 

 

Για την εκτίµηση της απόδοσης των κατηγοριοποιητών, χρησιµοποιήθηκε η µέθοδος της 

διασταυρωµένης επικύρωσης (cross validation) 10-αναδιπλώσεων. Σύµφωνα µε τη µέθοδο 

αυτή, κάθε δείγµα χωρίζεται σε 10 τµήµατα ίσου µεγέθους. Κατά τη διάρκεια κάθε 

εκτέλεσης, ένα τµήµα επιλέγεται για έλεγχο και τα υπόλοιπα για την εκπαίδευση. Η 

διαδικασία αυτή επαναλαµβάνεται 10 φορές, ώστε κάθε ένα από τα 10 τµήµατα να 

χρησιµοποιηθεί για έλεγχο ακριβώς µια φορά. Το συνολικό σφάλµα υπολογίζεται 

αθροίζοντας τα σφάλµατα των 10 εκτελέσεων. 

Κατά τη διαδικασία της Ηµι-επιβλεπόµενης Μηχανικής Μάθησης το σύνολο δεδοµένων 

εκπαίδευσης διαµερίζεται σε ένα µικρό σύνολο ετικετοποιηµένων δεδοµένων L και ένα 

µεγάλο σύνολο µη ετικετοποιηµένων δεδοµένων U. Ο τρόπος διαχωρισµού του συνόλου 

δεδοµένων καθορίζεται από τον λόγο: 

R = 
N (L) 

N (L) + N (U ) 
 

όπου Ν(L), N(U) το πλήθος των συνόλων L, U αντίστοιχα. 
 

Για τον σχηµατισµό των ταξινοµητών Ηµι-επιβλεπόµενης Μάθησης χρησιµοποιήθηκαν τρεις 

χαρακτηριστικές µέθοδοι και δύο ταξινοµητές ως βάση. Οι τρεις µέθοδοι που 

χρησιµοποιήθηκαν είναι: 

•••• Co-training (Blum & Mitchell, 1998). 

•••• RASCO (Wang, Luo & Zeng, 2008). 

•••• Rel-RASCO (Yaslan & Cataltepe, 2009). 

Οι ταξινοµητές που χρησιµοποιήθηκαν ως βάση στις προαναφερόµενες µεθόδους είναι: 
 

•••• Το δέντρο απόφασης C4.5 (Quinlan, 2014). 

•••• Sequential Minimal Optimization (SMO) (Platt, 1998). 
 

Σε αυτή τη βάση δηµιουργήθηκαν τελικά έξι κατηγοριοποιητές Ηµι-επιβλεπόµενης 

Μηχανικής Μάθησης. Για τη διενέργεια των πειραµάτων χρησιµοποιήθηκε το ελεύθερο 

λογισµικό KEEL (Knowledge Extraction based on Evolutionary Learning), το οποίο αποτελεί 

ένα από τα πιο δηµοφιλή προγράµµατα για Ηµι-επιβλεπόµενη µηχανική µάθηση (Triguero et 

al., 2017) διατίθεται ελεύθερα υπό τους όρους της άδειας GPLv3 License. 



68  

Στο Σχήµα 16 απεικονίζεται η λειτουργία των προαναφερόµενων κατηγοριοποιητών Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης, οι οποίοι χρησιµοποιήθηκαν κατά τη διεξαγωγή των 

πειραµάτων. Σύµφωνα µε το σχήµα: 

 

• Αρχικά, το σύνολο L των ετικετοποιηµένων δεδοµένων χρησιµοποιείται για την 

κατασκευή ενός µοντέλου κατηγοριοποίησης χρησιµοποιώντας τον αντίστοιχο 

αλγόριθµο µάθησης (ταξινοµητή). 

• Επιλέγονται από το σύνολο U των µη ετικετοποιηµένων δεδοµένων m εγγραφές. 

• Οι εγγραφές αυτές ετικετοποιούνται και προστίθεται στο σύνολο L. 

• Η διαδικασία επαναλαµβάνεται µέχρι το κριτήριο τερµατισµού. 
 

 

 

 

 

C45 SMO 

 

 

Learn a classifier C 
Apply C on unlabeled data 

 

 

 

 

 

 

 

 

 

 

 

Add L’ to L and repeat 

Unlabeled 

Dataset U 

 

L’= {m instances are labeled} 
 

 

 

Σχήµα 16: Μηχανισµός Ηµι-επιβλεπόµενης Μηχανικής Μάθησης 

 
 

Σε κάθε βήµα µετράται η ακρίβεια του µοντέλου, η οποία αντιστοιχεί στο ποσοστό των 

σωστά ταξινοµηµένων περιπτώσεων. Κατά την πειραµατική διαδικασία χρησιµοποιήθηκαν 

τρεις διαφορετικές τιµές για τον λόγο R διαχωρισµού του συνόλου δεδοµένων σε δύο σύνολα 

δεδοµένων: ετικετοποιηµένων και µη ετικετοποιηµένων. Οι τιµές του R, οι οποίες 

χρησιµοποιήθηκαν στα πειράµατα είναι: 20%, 30% και 40%. Τα αντίστοιχα αποτελέσµατα 

Labeled 

Dataset L 

Classification 

Model 
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για τους κατηγοριοποιητές Ηµι-επιβλεπόµενης Μηχανικής Μάθησης παρουσιάζονται στους 

Πίνακες 6-8. 

 
Πίνακας 6: Ακρίβεια (%) κατηγοριοποιητών Ηµι-επιβλεπόµενης Μάθησης (R=20%) 

 
 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

Co-training (C4.5) 56,29 57,24 64,90 

Co-training (SMO) 49,76 55,19 59,19 

RASCO (C4.5) 62,10 57,24 66,19 

RASCO (SMO) 51,81 55,19 65,62 

Rel-RASCO (C4.5) 59,38 58,24 66,19 

Rel-RASCO (SMO) 54,48 61,24 64,00 

 
Στην πρώτη περίπτωση (R=20%) παρατηρούµε ότι: 

 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, οι καλύτεροι κατηγοριοποιητές Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι οι RASCO(C4.5) και Rel-RASCO(SMO) 

µε ακρίβεια 66.19% ακολουθούµενοι από τον RASCO(SMO), του οποίου η ακρίβεια 

είναι 65.62%. 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι ο RASCO(C4.5) µε ακρίβεια 62.10%. 

 
Πίνακας 7: Ακρίβεια (%) κατηγοριοποιητών Ηµι-επιβλεπόµενης Μάθησης (R=30%) 

 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

Co-training (C4.5) 59,81 55,19 58,62 

Co-training (SMO) 58,67 53,38 62,53 

RASCO (C4.5) 58,67 60,38 61,90 

RASCO (SMO) 52,33 53,76 63,95 

Rel-RASCO (C4.5) 62,91 61,14 62,62 

Rel-RASCO (SMO) 54,43 56,86 63,38 
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Στη δεύτερη περίπτωση (R=30%) παρατηρούµε ότι: 
 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, οι καλύτεροι κατηγοριοποιητές Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι οι RASCO(SMO), Rel-RASCO(SMO) και 

Rel-RASCO(C4.5) µε ακρίβεια 63.95%, 63.38% και 62.62% αντίστοιχα. 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι ο Rel-RASCO(C4.5) µε ακρίβεια 62.91% 

ακολουθούµενος από τον Co-training(C4.5) µε ακρίβεια 59.81%. 

 
Πίνακας 8: Ακρίβεια (%) κατηγοριοποιητών Ηµι-επιβλεπόµενης Μάθησης (R=40%) 

 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

Co-training (C4.5) 68,10 63,48 64,81 

Co-training (SMO) 57,19 52,43 62,67 

RASCO (C4.5) 64,76 57,90 59,95 

RASCO (SMO) 56,62 56,00 69,76 

Rel-RASCO (C4.5) 67,47 62,10 66,86 

Rel-RASCO (SMO) 53,62 60,10 64,62 

 
Στην τρίτη περίπτωση (R=40%) παρατηρούµε ότι: 

 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, οι καλύτεροι κατηγοριοποιητές Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι οι RASCO(SMO), Rel-RASCO(C4.5) και 

Rel-RASCO(SMO) µε ακρίβεια 69.76%, 66.86% και 64.81% αντίστοιχα. 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι ο Co-training(C4.5) µε ακρίβεια 68.10%. 

 

Στη συνέχεια, συγκρίνονται οι κατηγοριοποιητές Ηµι-επιβλεπόµενης Μηχανικής Μάθησης 

µε τους αντίστοιχους κατηγοριοποιητές Επιβλεπόµενης Μάθησης. Τα αντίστοιχα 

αποτελέσµατα παρουσιάζονται στους Πίνακες 9-11. 
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Πίνακας 9: Ακρίβεια (%) κατηγοριοποιητών Επιβλεπόµενης Μάθησης (R=20%) 

 
 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

C4.5 53,66 58,67 60,00 

SMO 49,52 59,19 60,71 

 
Στην πρώτη περίπτωση (R=20%) παρατηρούµε ότι: 

 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος αλγόριθµος κατηγοριοποίησης 

είναι ο SMO µε ακρίβεια 60.71%. 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος αλγόριθµος κατηγοριοποίησης 

είναι ο C4.5 µε ακρίβεια 53.66%. 

 
Πίνακας 10: Ακρίβεια (%) κατηγοριοποιητών Επιβλεπόµενης Μάθησης (R=30%) 

 
 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

C4.5 60,71 56,67 58,62 

SMO 54,48 48,38 58,43 

 
Στη δεύτερη περίπτωση (R=30%) παρατηρούµε ότι: 

•••• O καλύτερος αλγόριθµος κατηγοριοποίησης είναι ο C4.5 µε ακρίβεια. η οποία 

κυµαίνεται από 56.67% έως 60.71% 

 
Πίνακας 11: Ακρίβεια (%) κατηγοριοποιητών Επιβλεπόµενης Μάθησης (R=40%) 

 
 

Σύνολο ∆εδοµένων 

Ταξινοµητής Year -3 Year -2 Year -1 

C4.5 65,62 60,09 58,04 

SMO 53,10 51,05 61,02 

 
Στην τρίτη περίπτωση (R=40%) παρατηρούµε ότι: 
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•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος αλγόριθµος κατηγοριοποίησης 

είναι ο SMO µε ακρίβεια 61.02%. 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος αλγόριθµος κατηγοριοποίησης 

είναι ο C4.5 µε ακρίβεια 65.62%. 

Είναι φανερό από τα αποτελέσµατα της ακρίβειας των χρησιµοποιούµενων µεθόδων Ηµι- 

επιβλεπόµενης και Επιβλεπόµενης Μηχανικής Μάθησης, ότι οι µέθοδοι της Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης παρουσιάζουν µεγαλύτερη ακρίβεια σε όλες τις 

περιπτώσεις. 
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4.3 Ενεργή Μηχανική Μάθηση 

 
Στην περίπτωση της Ενεργής Μηχανικής Μάθησης χρησιµοποιήθηκε επίσης η µέθοδος της 

διασταυρωµένης επικύρωσης 10-αναδιπλώσεων. Σε κάθε ένα από τα δέκα τµήµατα, το 

σύνολο εκπαίδευσης αποτελείται αρχικά από 6 ετικετοποιηµένες και 124 µη 

ετικετοποιηµένες περιπτώσεις. Παράλληλα, ορίστηκε ως κριτήριο τερµατισµού της 

επαναληπτικής διαδικασίας ένα πλήθος 30 επαναλήψεων, ενώ επιλέχθηκε µια µόνο εγγραφή 

για ετικετοποίηση σε καθεµιά από τις επαναλήψεις. Σε αυτή τη βάση, στο τέλος της 

διαδικασίας µάθησης υπήρχαν 36 ετικετοποιηµένες περιπτώσεις. 

Για τον σχηµατισµό των κατηγοριοποιητών Ενεργής Μηχανικής Μάθησης 

χρησιµοποιήθηκαν πέντε χαρακτηριστικοί ταξινοµητές ως βάση, οι οποίοι περιγράφονται 

συνοπτικά παρακάτω: 

•••• Multilayer Perceptrons (MLPs) (Gardner & Dorling, 1998). Αποτελούν τεχνητά 

νευρωνικά δίκτυα πολλών επιπέδων νευρώνων perceptron και χρησιµοποιούνται 

συχνά για την επίλυση προβληµάτων κατηγοριοποίησης. 

•••• Bayes Net (Pearl, 2014). Πρόκειται για ένα αντιπροσωπευτικό δίκτυο του Bayes, το 

οποίο παρέχει µια γραφική αναπαράσταση των πιθανοφανών σχέσεων µεταξύ των 

τυχαίων µεταβλητών ενός συνόλου. 

•••• Logistic Regression (LR) (Ng & Jordan, 2002). Η Λογιστική Παλινδρόµηση 

δηµιουργεί ένα µοντέλο ταξινόµησης στηριζόµενη στη θεωρία των πιθανοτήτων σε 

περιπτώσεις δυαδικής µεταβλητής εξόδου, όπως στην παρούσα εργασία. 

•••• Random Forests (RF) (Breiman, 2001). Τα Τυχαία ∆άση αποτελούν µια σύνθετη 

µέθοδο η οποία συνδυάζει τις προβλέψεις οι οποίες προέρχονται από πολλά δέντρα 

απόφασης και εφαρµόζονται ευρέως σε προβλήµατα κατηγοριοποίησης µε 

αξιοσηµείωτα αποτελέσµατα. 

•••• Sequential Minimal Optimization (SMO) (Platt, 1998). Αποτελεί χαρακτηριστικό 

παράδειγµα ταξινοµητή ο οποίος ανήκει στην κατηγορία των µηχανών διανυσµάτων 

υποστήριξης (support vector machines). 

 

Για τη διενέργεια των πειραµάτων χρησιµοποιήθηκε το ελεύθερο λογισµικό Weka (Waikato 

Environment for Knowledge Analysis), το οποίο αποτελεί ένα από τα πιο δηµοφιλή 

προγράµµατα για µηχανική µάθηση και εξόρυξη δεδοµένων (Frank et al., 2009). Έχει 

αναπτυχθεί στο πανεπιστήµιο Waikato της Νέας Ζηλανδίας, είναι γραµµένο σε γλώσσα Java 
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Train a classifier 

Feature 

Vector 
Class 

 

 

 

 

 

Feature 

Vector Class 

 
Classification 

Model 

Unknown 

και διατίθεται ελεύθερα υπό τους όρους της άδειας GNU General Public License. 

Ενσωµατώνει πληθώρα αλγορίθµων για την υλοποίηση όλων των βασικών µεθόδων 

κατηγοριοποίησης, παλινδρόµησης και συσταδοποίησης µε µεγάλες δυνατότητες ρύθµισης 

των παραµέτρων τους. Επιπλέον, περιλαµβάνει εργαλεία για τη δηµιουργία σύνθετων 

κατηγοριοποιητών, καθώς και εργαλεία παρουσίασης, οπτικοποίησης και προ-επεξεργασίας 

των δεδοµένων σε ένα φιλικό και ευέλικτο περιβάλλον εργασίας. 

 

Στο Σχήµα 17 απεικονίζεται η λειτουργία των προαναφερόµενων κατηγοριοποιητών Ενεργής 

Μηχανικής Μάθησης, οι οποίοι χρησιµοποιήθηκαν κατά τη διεξαγωγή των πειραµάτων. 

Σύµφωνα µε το σχήµα: 

 

• Αρχικά, το σύνολο L (Labeled Pool) των ετικετοποιηµένων δεδοµένων 

χρησιµοποιείται για την κατασκευή ενός µοντέλου κατηγοριοποίησης 

χρησιµοποιώντας τον αντίστοιχο αλγόριθµο µάθησης (ταξινοµητή). 

• Επιλέγεται από το σύνολο U (Unlabeled Pool) των µη ετικετοποιηµένων δεδοµένων 

µια εγγραφή (η πιο χαρακτηριστική). 

• Ζητείται η ετικέτα της εγγραφής από τον ειδικό (oracle). 

• Η εγγραφή προστίθεται στο σύνολο L και η διαδικασία επαναλαµβάνεται µέχρι το 

κριτήριο τερµατισµού (στη συγκεκριµένη περίπτωση είναι 30 επαναλήψεις). 
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Η πειραµατική διαδικασία αποτελείται από τρία διακριτά βήµατα καθένα από τα οποία 

αντιστοιχεί χρονικά στα έτη που αποµένουν µέχρι το φαινόµενο της χρεοκοπίας (τρία, δύο 

και ένα έτος αντίστοιχα). Σε κάθε βήµα µετράται η ακρίβεια του µοντέλου, η οποία 

αντιστοιχεί στο ποσοστό των σωστά ταξινοµηµένων περιπτώσεων (Πίνακας 12). Στο Σχήµα 

18 απεικονίζεται η µεταβολή της ακρίβειας των κατηγοριοποιητών Ενεργής Μηχανικής 

Μάθησης µε την πάροδο του χρόνου και την ανανέωση των τιµών των χρηµατοοικονοµικών 

δεικτών κάθε επιχείρησης. 

 
Πίνακας 12: Ακρίβεια (%) των κατηγοριοποιητών Ενεργής Μηχανικής Μάθησης 

 
 

Ταξινοµητής 

Σύνολο ∆εδοµένων SMO LR MLPs RF Bayes Net 

Year -3 66.57 60.05 66.29 67.62 66.86 

Year -2 68.24 61.62 63.38 68.90 67.43 

Year -1 70.14 72.29 66.71 70.19 68.19 
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Παρατηρούµε ότι: 
 

•••• Τρία έτη και δύο έτη πριν από το χρονικό σηµείο χρεοκοπίας, ο καλύτερος 

κατηγοριοποιητής Ενεργής Μηχανικής Μάθησης είναι αυτός που χρησιµοποιεί ως 

βάση τα Τυχαία ∆άση (RF) µε ακρίβεια 67.62% και 68.90% αντίστοιχα. 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ενεργής 

Μηχανικής Μάθησης είναι αυτός που χρησιµοποιεί ως βάση τον αλγόριθµο 

Λογιστικής Παλινδρόµησης (LR) µε ακρίβεια 72.29%. 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, η ακρίβεια τριών κατηγοριοποιητών 

Ενεργής Μηχανικής Μάθησης ξεπερνά το 70%, το οποίο µας δίνει τη δυνατότητα να 

προβλέψουµε την χρεοκοπία επιχειρήσεων µε σχετικά µεγάλη ακρίβεια. 

•••• Η ακρίβεια των κατηγοριοποιητών αυξάνεται από βήµα σε βήµα καθώς πλησιάζουµε 

χρονικά στο σηµείο χρεοκοπίας, ενώ τα καλύτερα αποτελέσµατα στην ακρίβεια των 

κατηγοριοποιητών Ενεργής Μηχανικής Μάθησης εµφανίζονται ένα έτος πριν από το 

σηµείο χρεοκοπίας. 

 

Στη συνέχεια, συγκρίνονται οι κατηγοριοποιητές Ενεργής Μηχανικής Μάθησης µε τους 

αντίστοιχους κατηγοριοποιητές Επιβλεπόµενης Μάθησης. Τα αντίστοιχα αποτελέσµατα 

παρουσιάζονται στον Πίνακα 13. 

 
Πίνακας 13: Ακρίβεια (%) κατηγοριοποιητών Επιβλεπόµενης Μάθησης 

 
 

Ταξινοµητής 

Σύνολο ∆εδοµένων SMO LR MLPs RF Bayes Net 

Year -3 62.80 66.20 60.00 65.50 62.10 

Year -2 60.00 63.40 59.30 62.10 63.40 

Year -1 62.80 61.40 56.60 67.60 62.10 

 
Σύµφωνα µε τα αποτελέσµατα του Πίνακα 13 παρατηρούµε ότι: 

 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής 

Επιβλεπόµενης Μάθησης είναι ο αλγόριθµος Λογιστικής Παλινδρόµησης (LR) µε 

ακρίβεια 66.20%. 



77  

•••• ∆ύο έτη πριν από το σηµείο χρεοκοπίας, οι καλύτεροι κατηγοριοποιητές 

Επιβλεπόµενης Μάθησης είναι οι αλγόριθµοι Λογιστικής Παλινδρόµησης (LR) και 

Bayes Net µε ακρίβεια 63.40%. 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής 

Επιβλεπόµενης Μάθησης είναι τα Τυχαία ∆άση (RF) µε ακρίβεια 67.60%. 

 
Για τη σύγκριση της ακρίβειας των κατηγοριοποιητών Ενεργής Μηχανικής Μάθησης και 

Επιβλεπόµενης Μάθησης πραγµατοποιήθηκε µη παραµετρικός έλεγχος µε χρήση του 

Friedman Aligned Ranks nonparametric test (Hodges & Lehmann, 1962). Σύµφωνα µε τα 

αποτελέσµατα του παραµετρικού ελέγχου (Πίνακας 14), οι κατηγοριοποιητές ταξινοµούνται 

σε αύξουσα σειρά απόδοσης (ο κατηγοριοποιητής µε τη µικρότερη σειρά είναι αυτός µε την 

µεγαλύτερη απόδοση). Παρατηρούµε ότι: 

 

•••• Οι κατηγοριοποιητές Ενεργής Μηχανικής Μάθησης υπερέχουν αυτών της 

Επιβλεπόµενης Μάθησης, το οποίο καταδεικνύει την αποτελεσµατικότητα των 

αντίστοιχων µεθόδων για την πρόβλεψη της χρεοκοπίας επιχειρήσεων. 

•••• Ο κατηγοριοποιητής Ενεργής Μηχανικής Μάθησης µε βάση τα Τυχαία ∆άση (RF) 

είναι ο καλύτερος ταξινοµητής. 

 
Πίνακας 14: Αποτελέσµατα µη παραµετρικού ελέγχου 

 
 

Κατηγοριοποιητής Σειρά 

Ενεργή Μηχανική Μάθηση (RF) 4.33 

Ενεργή Μηχανική Μάθηση (SMO) 7.00 

Ενεργή Μηχανική Μάθηση (Bayes Net) 7.67 

Ενεργή Μηχανική Μάθηση (MLPs) 14.33 

RF 15.33 

Ενεργή Μηχανική Μάθηση (LR) 16.00 

LR 18.50 

Bayes Net 20.83 

SMO 22.33 

MLPs 28.67 
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Συµπερασµατικά, οι κατηγοριοποιητές Ενεργής Μηχανικής Μάθησης παρουσιάζουν 

µεγαλύτερη ακρίβεια στην πρόβλεψη της χρεοκοπίας επιχειρήσεων χρησιµοποιώντας ένα 

µικρό πλήθος ετικετοποιηµένων δεδοµένων σε αντίθεση µε τους αντίστοιχους 

κατηγοριοποιητές Επιβλεπόµενης Μηχανικής Μάθησης οι οποίοι εκπαιδεύονται σε όλο το 

δείγµα των δεδοµένων. Αυτό αποτελεί και το συγκριτικό πλεονέκτηµα της Ενεργής 

Μηχανικής Μάθησης έναντι της Επιβλεπόµενης Μηχανικής Μάθησης. 
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Συµπεράσµατα 

 

Η χρεοκοπία επιχειρήσεων (corporate bankruptcy) αποτέλεσε και συνεχίζει να αποτελεί ένα 

από τα σηµαντικότερα θέµατα της οικονοµικής επιστήµης έχοντας απασχολήσει πολλούς 

επιστήµονες και ερευνητές. Ιδιαίτερα στη σηµερινή εποχή κατά την οποία επικρατεί 

παγκόσµια οικονοµική και χρηµατοπιστωτική κρίση, η χρεοκοπία αποτελεί καθηµερινό 

αντικείµενο έρευνας λόγω των καταστροφικών συνεπειών που µπορεί να έχει για όλους τους 

εµπλεκόµενους. 

 

Πληθώρα στατιστικών µεθόδων και αλγορίθµων µηχανικής µάθησης έχουν εφαρµοστεί τα 

τελευταία χρόνια στο πεδίο της οικονοµίας στοχεύοντας στη δηµιουργία προγνωστικών 

µοντέλων για την ανίχνευση της επιχειρηµατικής αποτυχίας όπως είναι, για παράδειγµα, η 

Πολυµεταβλητή Ανάλυση ∆ιαφοροποίησης, η Λογαριθµική Ανάλυση και τα Νευρωνικά 

∆ίκτυα. Στην παρούσα εργασία διερευνήθηκε η αποτελεσµατικότητα γνωστών µεθόδων Ηµι- 

επιβλεπόµενης και Ενεργής Μηχανικής Μάθησης για την πρόβλεψη της χρεοκοπίας 

επιχειρήσεων χρησιµοποιώντας βασικούς χρηµατοοικονοµικούς δείκτες και οικονοµικά 

στοιχεία σχετικά µε ένα δείγµα 145 ελληνικών επιχειρήσεων κατά τη διάρκεια τριών ετών 

(2003-2005). 

Η πειραµατική ανάλυση δείχνει την αποτελεσµατικότητα των συγκεκριµένων µεθόδων για 

την πρόβλεψη της εταιρική χρεοκοπίας µε σχετικά µεγάλη ακρίβεια, αλλά και την υπεροχή 

τους σε σχέση µε τις αντίστοιχες µεθόδους Επιβλεπόµενης Μάθησης. Όσον αφορά στις 

µεθόδους Ηµι-επιβλεπόµενης Μηχανικής Μάθησης παρατηρήθηκε ότι: 

•••• Τρία έτη πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι ο Co-training(C4.5) µε ακρίβεια 59.81%. 

•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ηµι- 

επιβλεπόµενης Μηχανικής Μάθησης είναι οι RASCO(SMO) µε ακρίβεια 69.76%. 

Όσον αφορά στις µεθόδους Ενεργής Μηχανικής Μάθησης παρατηρήθηκε ότι: 
 

•••• Τρία έτη και δύο έτη πριν από το χρονικό σηµείο χρεοκοπίας, ο καλύτερος 

κατηγοριοποιητής Ενεργής Μηχανικής Μάθησης είναι αυτός που χρησιµοποιεί ως 

βάση τα Τυχαία ∆άση (RF) µε ακρίβεια 67.62% και 68.90% αντίστοιχα. 
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•••• Ένα έτος πριν από το σηµείο χρεοκοπίας, ο καλύτερος κατηγοριοποιητής Ενεργής 

Μηχανικής Μάθησης είναι αυτός που χρησιµοποιεί ως βάση τον αλγόριθµο 

Λογιστικής Παλινδρόµησης (LR) µε ακρίβεια 72.29%. 

 

Σε σύγκριση µε τις µεθόδους Επιβλεπόµενης Μηχανικής Μάθησης, η ακρίβεια των 

χρησιµοποιούµενων µεθόδων Ηµι-επιβλεπόµενης και Επιβλεπόµενης Μηχανικής Μάθησης 

είναι συγκριτικά µεγαλύτερη, όπως επιβεβαιώνεται στατιστικά µε χρήση του µη 

παραµετρικού τεστ Friedman Aligned Ranks. 

 

Οι µέθοδοι Ηµι-επιβλεπόµενης και Ενεργής Μηχανικής Μάθησης αποτελούν το κατάλληλο 

εργαλείο για την επίλυση διαφόρων προβληµάτων κατηγοριοποίησης και έχουν εφαρµοστεί 

µε επιτυχία σε πολλούς επιστηµονικούς τοµείς, µεταξύ των οποίων και ο τοµέας της 

οικονοµίας. Η χρήση µικρού πλήθους ετικετοποιηµένων δεδοµένων οδηγεί σε αξιοσηµείωτα 

αποτελέσµατα όπως αποδεικνύεται στην πειραµατική µελέτη της παρούσας εργασίας. 

Ταυτόχρονα, οι συγκεκριµένες µέθοδοι δίνουν τη δυνατότητα της έγκαιρης πρόγνωσης για  

τη λήψη µέτρων περιορισµού και αντιµετώπισης της οικονοµικής δυσχέρειας µιας 

επιχείρησης. 

Είναι αξιοσηµείωτο το γεγονός ότι όλες οι µελέτες σχετικά µε την πρόβλεψη της εταιρικής 

χρεοκοπίας µε τη χρήση διαφόρων στατιστικών µοντέλων και µοντέλων µηχανικής µάθησης 

τονίζουν την αναγκαιότητα χρήσης βασικών χρηµατοοικονοµικών δεικτών, οι οποίοι 

µετρούν την αποδοτικότητα, τη ρευστότητα και τη φερεγγυότητα µιας επιχείρησης. Παρόλα 

αυτά, η βαρύτητα αυτών των δεικτών δεν είναι ξεκάθαρη, αφού σε κάθε µελέτη διαφορετικοί 

δείκτες έχουν βαρύνουσα επίδραση στην αποτελεσµατικότητα του αντίστοιχου 

προγνωστικού µοντέλου. 

Συµπερασµατικά, παρά την ακρίβεια των προβλέψεων των χρησιµοποιούµενων µοντέλων 

Μηχανικής Μάθησης για την πρόβλεψη της εµπορικής χρεοκοπίας, απαιτείται συστηµατική 

και µεθοδευµένη χρήση των χρηµατοοικονοµικών δεικτών που αφορούν την πορεία µιας 

επιχείρησης καθόλη τη διάρκεια του κύκλου ζωής της. Σηµαντικό εργαλείο προς αυτή την 

κατεύθυνση θα συνεχίσουν να αποτελούν διάφορα προβλεπτικά µοντέλα χρεοκοπίας 

βασισµένα σε παραµετρικές και µη παραµετρικές στατιστικές µεθόδους, καθώς και σε 

σύγχρονες µεθόδους Μηχανικής Μάθησης. Οι ραγδαίες εξελίξεις στην επιστήµη της 

Μηχανικής Μάθησης αποτελούν τον πλέον σηµαντικό παράγοντα για την επιτυχία αυτών 

των µεθόδων. 
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Όπως  αναφέρεται  και  στο  πρόσφατο  βιβλίο  των  Altman & Hotchkiss (2010): “…the 

bankruptcy business is big-business”. 
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